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RESUME

L'application du Machine Learning dans l'agriculture de précision offre des perspectives
prometteuses pour optimiser diverses facettes de l'agriculture, telles que lirrigation, la
fertilisation et la gestion des cultures. Dans la littérature, de nombreux travaux de recherche ont
abordé I'utilisation des modéles de Machine Learning pour améliorer ces aspects agricoles, mais
les approches traditionnelles manquent souvent de précision et de robustesse. Ce travail
présente un modele innovant d'irrigation automatique en utilisant la méthode de Stacking
d'Ensemble Learning. Notre approche combine les forces des modéles LightGBM, XGBoost et
Support Vector Machine pour atteindre des performances supérieures. Les résultats montrent
une amélioration significative en termes de précision et de fiabilité par rapport aux modéles de
Machine Learning de base et aux autres modéles d'Ensemble Learning testés. Cette avancee
offre une solution plus robuste et efficace pour I'irrigation automatique, posant les bases pour
de futures recherches et applications dans le domaine de I'agriculture de précision. Ce travail
démontre le potentiel de I'Ensemble Learning pour résoudre des problemes complexes et
améliorer les pratiques agricoles.

Mots-cles

Irrigation automatique, Agriculture de précision, Machine Learning, Stacking, Ensemble
Learning, LightGBM, XGBoost, Support Vector Machine.

ABSTRACT

The application of Machine Learning in precision agriculture holds promising prospects for
optimizing various facets of farming, including irrigation, fertilization, and crop management.
While existing research has explored the use of Machine Learning models to enhance these
agricultural aspects, traditional approaches often lack precision and robustness. This paper
introduces an innovative model for automatic irrigation using the Stacking Ensemble Learning
method. Our approach combines the strengths of LightGBM, XGBoost, and Support Vector
Machine models to achieve superior performance. Results demonstrate a significant
improvement in terms of precision and reliability compared to basic Machine Learning models
and other tested Ensemble Learning models. This advancement provides a more robust and
efficient solution for automatic irrigation, laying the groundwork for future research and
applications in precision agriculture. This work underscores the potential of Ensemble Learning
to address complex challenges and enhance agricultural practices.

Keywords

Automatic irrigation, Precision agriculture, Machine Learning, Stacking, Ensemble Learning,
LightGBM, XGBoost, Support Vector Machine.
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Introduction Générale

L’agriculture est un pilier fondamental du développement humain, ayant évolué pour
répondre aux besoins croissants d'une population mondiale en constante augmentation. Avec
une population projetée a 9 milliards d’individus d’ici 2050, il est impératif d’augmenter la
production agricole de 60% par rapport aux niveaux actuels pour satisfaire la demande
alimentaire mondiale. Cette nécessité est augmentée par les défis supplémentaires poses par les
changements climatiques, le manque d'eau et les effets environnementaux négatifs liés a
I'utilisation intensive de fertilisants.

L’agriculture de précision émerge comme une solution prometteuse pour relever ces défis. Ce
concept repose sur l’utilisation de technologies avancées pour optimiser 1’utilisation des
ressources agricoles, réduire les pertes et maximiser les rendements.

A travers ce projet, nous essayons de traiter le probléeme de commande automatique d’irrigation
des plantes et faire I’investigation au prés du domaine du ML pour trouver des solutions
adéquates qui permettent une exploitation idéale des ressources, plus précisement en eau.

Pour faire face a cette problématique, nous avons adopter le plan de travail suivant :

Le Chapitre 1, offre un apercu complet de I'agriculture de précision, couvrant ses définitions,
ses origines historiques, et les motivations qui ont conduit a son développement. Nous
explorerons également les applications concrétes de ces techniques, notamment dans la gestion
des cultures et de l'irrigation, tout en analysant les défis qui freinent leur adoption généralisee.
Les technologies clés qui rendent possible I’agriculture de précision, telles que les drones, les
systémes de géolocalisation, les capteurs, et I'imagerie satellitaire.

Le Chapitre 2 traite le role crucial de I'Intelligence Artificielle (IA) et du Machine Learning
(ML) dans la révolution technologique actuelle. Nous essayons de décrypter ces concepts en
clarifiant leurs liens et distinctions avant de plonger dans les différentes approches de ML, y
compris les techniques supervisées, non supervisées, semi- supervisées et par renforcement.
Nous explorerons également les algorithmes qui animent le ML, des méthodes classiques
comme la régression linéaire aux réseaux de neurones avancés, en passant par les techniques
d'Ensemble Learning et de Deep Learning.

Dans le Chapitre 3, nous passerons en revue les travaux récents sur l'irrigation utilisant le
Machine Learning. Cette section examinera les études et les innovations qui ont permis
d'améliorer l'efficacité de l'irrigation a travers des modeles prédictifs et des systémes

intelligents.
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Le Chapitre 4 se concentrera sur le développement et la mise en ceuvre d'un systéme
d'irrigation intelligent. Nous décrirons en détail chaque composant du systéme, depuis les
capteurs jusqu'a l'interface utilisateur, en passant par le processus de mise en place de la solution
d'irrigation et l'entrainement des modeles d'apprentissage automatique. Nous présenterons
également les résultats de nos tests de divers modeles de ML, incluant des techniques
d'apprentissage de base ainsi que des méthodes d'Ensemble Learning comme le Boosting et le
Stacking.

Une conclusion générale vient clore ce travail en donnant un résumé, des conclusions et en

suggérant de nouvelles perspectives pour les recherches futures dans ce domaine.
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Préecision



CHAPITRE 1 L’Agriculture de Précision

Introduction

Ce chapitre offre un apercu complet de I'agriculture de précision, une approche novatrice qui
révolutionne les pratiques agricoles. Nous aborderons dans un premier temps les définitions et
les origines historiques de ce concept. Quels sont les principes fondateurs et les principales

motivations qui ont conduit & I'émergence de l'agriculture de précision ?

Nous étudierons ensuite les nombreuses applications concretes de ces techniques de pointe dans
la gestion des cultures et de lirrigation. Comment l'agriculture de précision permet-elle
d'optimiser de maniere fine l'apport en intrants, la fertilisation ou encore le pilotage de

I'irrigation au sein d'une méme parcelle ?

Malgré ses avantages avéres, le déploiement de I'agriculture de précision souléve certains defis
qu’il sera essentiel d'analyser. Nous identifierons les principaux freins actuels a une adoption

généralisée de ces pratiques.

Enfin, nous examinerons en détail les différentes technologies clés qui rendent possible
I'agriculture de preécision, des drones et systéemes de géolocalisation aux capteurs de sol haute
résolution, en passant par I'imagerie satellitaire et les systémes d'information géographique.
Nous verrons comment ces outils permettent une caractérisation fine des variabilités intra-

parcellaires.
L'objectif de ce chapitre est de fournir une vision d'ensemble de I'agriculture de précision, en

couvrant a la fois les fondements conceptuels, les défis, les applications concretes ainsi que les

technologies innovantes impliquées.
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CHAPITRE I L’Agriculture de Précision

1. L'agriculture de précision

L'agriculture de précision (AP) représente une gamme de méthodes et de stratégies qui cherchent
a réduire I'emploi direct d'intrants dans les champs agricoles. En prenant en considération la
variabilité des conditions a l'intérieur méme des parcelles, cette approche permet de personnaliser
I'application des intrants en ajustant leur quantité, leur moment et leur emplacement de maniere
précise, dans le but d'optimiser les résultats économiques, agronomiques et environnementaux des

exploitations agricoles [1].

Les agriculteurs tirent parti de technologies telles que le GPS, les drones et les images satellites
pour bénéficier d'informations cruciales concernant divers aspects de leur exploitation,
notamment ['état des cultures, les prévisions météorologiques et les changements

environnementaux [2].

Les
technologies

L'Agriculture
de
Précision

]

données

Figure I.1 Composantes majeures de I'agriculture de précision.

1.1 Historique

L'agriculture de précision est une approche de gestion agricole qui utilise les technologies
de l'information pour optimiser la production en prenant des décisions basées sur des données
provenant de différentes sources. Elle est adoptée dans divers pays, des grandes exploitations

aux petites. L'évolution de la L'agriculture de précision est influencée par les progrés
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technologiques, les besoins sociaux et environnementaux. Initialement axée sur la variabilité
des sols, elle s'est développée avec l'avénement de I'électronique et des technologies de
I'information. L'adoption du GPS en 1995 a marque une étape cruciale, permettant une
collecte de données géo-référencées plus précise. Bien que désignée sous différents noms au
début, le terme "agriculture de précision™ est devenu le plus couramment utilisé depuis les
années 1990 [3].

La chronologie du développement de I'agriculture de précision met en lumiére les principales
étapes de I'évolution des pratiques agricoles vers des méthodes plus précises et efficaces.
Voici une explication plus détaillée de chaque étape [4] :

Fin du 19éme siecle : Cette période marque le début de la compréhension de la variation
spatiale dans le sol et I'environnement. Les premiers agriculteurs ont observé que les
propriétés du sol, le microclimat, le drainage, les caractéristiques du paysage et l'utilisation

précédente des terres contribuaient tous a la variabilité au sein des champs.

Milieu du 20éme siecle : Les chercheurs agricoles comme Gilbert et Lawes a la Rothamsted
Research au Royaume-Uni ont commencé a entreprendre des efforts pour évaluer et gérer
cette variation au sein des champs. Leur travail était axé sur I'expérimentation de différentes
combinaisons et quantités de nutriments pour les cultures et de variétés pour augmenter les

rendements.

Années 1970 : Les agriculteurs ont commencé a reconnaitre les avantages potentiels d'une
meilleure tenue de registres et de compréhension des besoins en intrants du sol et des cultures.

Cette prise de conscience accrue a posé les bases pour des pratiques de gestion plus précises.

Années 1980 : Les progres technologiques, notamment dans les machines agricoles, ont incité
a passer d'une gestion des fermes dans leur ensemble a une gestion de la variation au sein des
champs. Les agriculteurs ont commencé a fusionner de plus petits champs en unités plus
grandes pour accommoder des machines plus grandes, ce qui a entrainé une augmentation de

la variabilité au sein des champs.
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L'introduction de compteurs de rendement par des sociétés comme Massey Ferguson a permis
I'enregistrement continu des rendements des cultures. Cela a fourni aux agriculteurs des

informations précieuses sur les variations de rendement au sein des champs.

Années 1990 : Les systemes de positionnement global (GPS) sont devenus disponibles sur
les tracteurs, permettant la cartographie réguliere des rendements. Cette technologie a fourni
aux agriculteurs des données spatiales précises pour de meilleures décisions de gestion.

Début des années 2000 : La technologie du GPS différentiel (DGPS) a considérablement
amélioré la précision du GPS, rendant possible une précision submétrique. Cette précision a
permis une cartographie et une gestion plus détaillées des pratiques agricoles.

Milieu des années 2000 : Le développement et I'adoption de la technologie d'application a
taux variable (VRT) ont permis aux agriculteurs d'appliquer des engrais et des pesticides a
des taux variables dans les champs, sur la base de données en temps réel et de la variabilité

spatiale.

1.2 Découvrir les Bénéfices et I'lmpact de I'Agriculture de Précision

L'intégration des principes de l'agriculture de précision entraine une amélioration
significative de l'efficacité des cultures et une réduction des colts financiers, tout en
augmentant la production. Bien que les technologies puissent sembler colteuses a premiere
vue, a long terme, elles génerent des économies plus importantes par rapport aux méthodes
traditionnelles. Par exemple, les agriculteurs peuvent appliquer avec précision la quantité
d'engrais nécessaire et déterminer les types les plus efficaces pour des zones spécifiques. De
plus, ces technologies permettent une planification agricole améliorée sur le long terme, en

ajustant les stratégies en temps réel pour faire face a des événements imprévus [2].

Optimiser l'utilisation des ressources naturelles telles que I'eau, le sol et les plantes pour
accroitre leur efficacité.

Diminuer la nécessité d'utiliser une gamme de produits agrochimiques comme les pesticides
et les engrais grace a des pratiques plus ciblées.

Réduire les intrants tout en améliorant la rentabilité des opérations agricoles.
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Renforcer la sécurité alimentaire en garantissant des rendements agricoles plus stables et
fiables.
Contribuer a la préservation de l'environnement en limitant les impacts négatifs de

I'agriculture sur les écosystémes locaux [5].

1.3 Les défis de I’agriculture de précision

L'agriculture de précision vise a optimiser les rendements agricoles tout en réduisant
I'utilisation d'intrants colteux et potentiellement dommageables pour I'environnement. Grace
aux technologies numériques, cette approche permet de prendre des décisions plus éclairées
basées sur des données précises. Cependant, son adoption généralisée fait face a plusieurs

obstacles. Il y a quatre défis majeurs :

1.3.1 Le co(t élevé des technologies

Mettre en place les technologies de [Iagriculture de précision représente un
investissement considérable. Le colt dacquisition des drones, des capteurs de sol et
météorologiques, des systéemes de guidage GPS, des logiciels de cartographie et d'analyse
des rendements peut facilement atteindre des dizaines de milliers d'euros. S'ajoutent a cela
les colts recurrents liés a la maintenance, aux mises a jour, aux abonnements de services
en ligne et a la formation continue du personnel. Pour de nombreuses exploitations
agricoles, en particulier les petites structures ou celles disposant de ressources financieres
limitées, ces depenses peuvent étre insurmontables et freiner I'adoption de ces technologies

pourtant prometteuses.

1.3.2 La connectivité et I'infrastructure

L'agriculture de précision moderne repose sur des échanges permanents de données entre
le terrain et le cloud/centres de traitement. Une connexion Internet haut débit fiable et
stable est donc indispensable pour transférer en temps réel les données des capteurs,
drones, etc. Or, de nombreuses zones rurales souffrent encore d'une couverture réseau
limitée voire inexistante, entravant l'utilisation optimale de ces technologies. De méme,
une infrastructure informatique performante (serveurs, cyber-sécurité, etc.) est nécessaire
pour héberger et traiter en toute sécurité ces masses de données sensibles. Son déploiement

représente un défi logistique et financier de taille.

19



CHAPITRE 1 L’Agriculture de Précision

1.3.3 La complexité des données et leur gestion

L'agriculture de précision repose sur la collecte et I'analyse d'un volume massif de
données provenant de multiples sources : images satellites haute résolution, données des
capteurs 10T déployés dans les champs, relevés météorologiques locaux, historiques de
rendements, etc. Combiner, structurer et traiter ces données hétérogénes issues de
différents formats pose un réel défi technique. 1l nécessite des compétences pointues en
sciences des données, en analyse d'images et en modélisation prédictive que la plupart des
agriculteurs ne possedent pas. De plus, le stockage sécurisé de ces précieuses données
agronomiques et leur protection contre le piratage représentent des enjeux majeurs [6].

1.3.4 La formation et les compétences

Pour tirer pleinement parti des technologies de Il'agriculture de précision, une solide
formation des agriculteurs et de leurs équipes est indispensable. Bien au-dela de
I'utilisation des outils eux-mémes, il faut acquérir une compréhension approfondie des
concepts et méthodologies sous-jacents : échantillonnage de sols, zonage des parcelles,
raisonnement par zones de gestion, dosages différenciés d'intrants, etc. Interpréter
correctement les données massives collectées et prendre les bonnes décisions en fonction
des analyses nécessite de nouvelles compétences pointues que les cursus de formation
agricole traditionnels n‘abordent pas ou peu. Le manque de main-d'ccuvre qualifiée dans

ce domaine peut constituer un frein majeur.

2. Les Applications de I'agriculture de preécision

2.1 Gestion des sols et des cultures

Les scientifiques ont développé plusieurs systémes de gestion des sols et des cultures
(SGSC) pour promouvoir une utilisation optimale des ressources tout en préservant
I'environnement. Ces SGSC visent a équilibrer les apports et les sorties de nutriments dans le
sol en adaptant les quantités d'engrais aux besoins des cultures et en synchronisant leur
application avec leur croissance. En utilisant des pratiques telles que I'agroforesterie, la
rotation des cultures et l'irrigation, les SGSC améliorent la productivité des cultures tout en
préservant les ressources en sol et en réduisant la pollution environnementale.

Cependant, l'utilisation accrue d'engrais azotés (N) et phosphatés (P) contribue a la pollution

environnementale. En Chine, par exemple, les apports d'engrais ont augmenté
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considérablement sans une augmentation proportionnelle des rendements agricoles,
entrainant un déséquilibre des nutriments et une pollution accrue. Pourtant, 'amélioration de
I'efficacité d'utilisation des engrais et l'adoption de pratiques de SGSC appropriées peuvent
réduire ces risques environnementaux tout en augmentant les rendements agricoles.

En utilisant des engrais organiques et des pratiques de gestion du sol telles que le travail
minimum, les agriculteurs peuvent améliorer la qualité du sol, séquestrer le carbone et réduire
les émissions de gaz a effet de serre tout en augmentant les rendements en grains. En résumé,
les SGSC offrent une approche prometteuse pour améliorer la productivité agricole tout en

préservant lI'environnement [7].

2.2 Deétection et surveillance des ravageurs et des maladies des plantes

L'équipe éditoriale propose de concentrer nos efforts sur I'amélioration des technologies de
surveillance et d'alerte précoce des principaux ravageurs et maladies en agriculture. Nous
devrions notamment développer des technologies clés telles que l'identification intelligente
des ravageurs et des maladies, le comptage automatique, et la reconnaissance d'images basée
sur l'apprentissage automatique. Pour ce faire, nous devons investir dans la recherche et le
développement de technologies de capture d'images au sol, de télédétection par drone a basse
altitude, et de surveillance par radar a haute altitude. Il est également crucial d'établir une
vaste base de données d'images de haute qualité. En parallele, nous devrions travailler sur la
collecte et le traitement des données massives, ainsi que sur le développement de technologies
de surveillance et d'évaluation rapides grace a I'Internet des objets et au cloud computing. En
intégrant ces avancées technologiques, nous pourrons créer des modeles de prévision et
d'alerte complets, basés sur une variété de sources d'informations, pour anticiper les cycles de
reproduction des ravageurs et des maladies, les conditions de croissance des cultures, et les
données météorologiques. Enfin, nous devons mettre en place une plateforme d'analyse
intégrée, basée sur des cartes, permettant une surveillance en temps réel, une alerte précoce,

et une diffusion efficace des informations sur les foyers émergents de ravageurs et de maladies

8.

2.3 Gestion de I'irrigation de précision

L’apprentissage automatique (ML) et I’apprentissage profond (DL) sont utilisés dans les

systemes d’irrigation intelligents pour la prédiction en temps réel et la prise de décision basée

21



CHAPITRE I L’Agriculture de Précision

sur les données historiques collectées par des capteurs et des systémes I0T. ML et DL sont
utilisés pour optimiser 1'utilisation des ressources en eau, améliorer le rendement des cultures
et maximiser les profits des agriculteurs. Ils sont également utilisés pour ’analyse de la
protection des processus hydrologiques tels que I’humidité du sol et les niveaux d’eau
souterraine. De plus, ML et DL sont utilisés pour optimiser le débit uniforme des émetteurs
des systemes d’irrigation goutte a goutte sous des conditions de pression et de température
variables. Ces technologies jouent un réle crucial dans I’irrigation intelligente basée sur la
précision et dans le développement de modeles prédictifs pour des systémes d’irrigation

optimisés [9].

Figure 1.2 irrigation intelligente [10].

3 Technologies de collecte de donnees
3.1. Systemes de positionnement global (GPS)

Le systéme de positionnement par satellite NAVSTAR GPS, également connu sous le nom
de Global Positioning System, est un systeme de navigation radio basé sur des satellites,
développé et maintenu par le Département de la Défense des Etats-Unis. Il offre une

22



CHAPITRE I L’Agriculture de Précision

localisation précise en trois dimensions (latitude, longitude et élévation) a I'échelle mondiale,
fonctionnant 24 heures sur 24, dans toutes les conditions météorologiques. Bien qu'a l'origine
destiné & un usage militaire, le systéme est accessible aux civils avec certaines restrictions. 11

est constitué d'un ensemble complet d'au moins 24 satellites en orbite autour de la Terre,

disposés de maniére stratégique pour assurer une couverture globale et une fiabilité maximale
[11].

.
.
.
.
.
.
.
.
.
.
.
.
.

Figure 1.3 Le fonctionnement du GPS dans l'agriculture de précision [12].

L'agriculture de précision consiste a optimiser les actions agricoles en fonction du bon
moment, du bon endroit et de la bonne méthode. Cela implique I'utilisation de technologies
avancées telles que le GPS pour collecter des données précises sur le terrain. Ces données
sont ensuite intégrées dans des systemes informatiques portables, permettant aux agriculteurs
de visualiser et de modifier les informations en temps réel. Le systéeme offre également la
possibilité de sauvegarder les données GPS pour une utilisation ultérieure, ce qui facilite le

suivi des activités sur le terrain. En outre, il permet d'améliorer la précision des analyses
d'images satellites grace a des données de verité terrain précises et accessibles [13].
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3.2 Drones agricoles

Un UAV (Véhicule Aérien Sans Pilote) est un appareil volant capable de suivre une
trajectoire préétablie grace a un pilote automatique et des coordonnées GPS. 1l est également
équipé de commandes radio classiques ; il peut étre piloté manuellement en cas d'urgence ou
de situation dangereuse. Parfois, le terme UAV est utilisé pour désigner I'ensemble du
systeme, incluant les stations au sol et les systemes vidéo, mais il est le plus souvent associé

aux avions et hélicoptéres modéles, qu'ils aient des ailes fixes ou rotatives [14].

Figure 1.4 Drones dans I’agriculture de précision [15].

L'utilisation de drones dans I'agriculture moderne révolutionne plusieurs aspects de la
gestion des terres cultivables. Tout d'abord, la surveillance de la santé des cultures en milieu
de saison est grandement ameéliorée grace a ces engins aeriens equipes de capteurs
sophistiqués comme le NDVI ou le NIR. Ces drones permettent une inspection efficace des
cultures en croissance depuis une altitude d'environ 100 metres, offrant une couverture
étendue en moins de temps et réduisant les erreurs humaines associées aux méthodes
traditionnelles d'inventaire. De méme, la gestion de I'équipement d'irrigation devient moins
contraignante grace aux drones, en particulier pour les grands agriculteurs ayant de vastes
étendues de terres. Ces drones facilitent notamment l'inspection des buses et des arroseurs
sur plusieurs pivots d'irrigation, simplifiant ainsi la gestion de ces équipements, notamment
lorsque les cultures comme le mais atteignent une certaine hauteur en milieu de saison.

Par ailleurs, l'identification des mauvaises herbes au milieu des cultures est grandement
facilitée par lutilisation des données des capteurs NDVI. Les agriculteurs et leurs

agronomes peuvent distinguer aisément les zones envahies de mauvaises herbes des zones
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de cultures saines en traitant les images apreés le vol. Cette technologie permet une meilleure
gestion des parcelles en permettant de prendre des mesures préventives contre les mauvaises
herbes. De méme, la fertilité a taux variable bénéficie également de I'utilisation des drones.
En combinant les cartes NDV1 avec des cartes d'application a taux variable, les agriculteurs
peuvent optimiser I'application d'engrais en fonction des besoins spécifiques de chaque zone
de leur champ, réduisant ainsi les co(ts tout en augmentant les rendements.

Enfin, les drones jouent un r6le crucial dans la surveillance des troupeaux bovins,
notamment pendant les périodes de prix bas des produits de base. Ils permettent de suivre
la quantité et l'activité des animaux dans les champs, offrant ainsi une solution pratique pour
surveiller les troupeaux, en particulier la nuit ou la vision humaine est limitée. Cela aide les
agriculteurs a détecter rapidement les problémes et a prendre les mesures nécessaires pour
assurer la santé et le bien-étre de leurs troupeaux. En somme, l'utilisation des drones dans
I'agriculture offre des avantages significatifs en termes de gestion des cultures, de
I'irrigation, de la lutte contre les mauvaises herbes, de la fertilité des sols et de la surveillance

des animaux, contribuant ainsi a une agriculture plus efficace et durable [16].

3.3 Systémes d'information géographique (SIG)

Les Systemes d'Information Géographique (SIG) permettent de visualiser des données
traitées a partir d'images satellites ou aériennes, ainsi que des informations spatiales telles que
des points, des polygones et des Shapefiles, via des bases de données géo-référencées.
Aujourd'hui, une variété de SIG sont disponibles sur le marché, chacun se concentrant sur
différents domaines tels que les urgences en cas de catastrophe, les changements dans

I'utilisation des terres, lI'urbanisme, I'énergie, la déforestation, et bien d'autres encore [17].
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Figure 1.5 Systéme d'Information Géographique [18].

Les SIG (Systemes d'Information Géographique) sont composés de matériel, de logiciels,
de données, d'individus et de méthodes, qui tous jouent un rdle essentiel dans leur
fonctionnement. Le matériel comprend les ordinateurs sur lesquels les logiciels SIG sont
exécutés, allant des serveurs informatiques centralisés aux ordinateurs de bureau en réseau.
Les logiciels SIG fournissent les outils nécessaires pour stocker, analyser et afficher des
informations géographiques, notamment des outils d'entrée et de manipulation de données, un
systeme de gestion de base de données, des fonctionnalités d'analyse et de visualisation
géographiques, ainsi qu'une interface utilisateur conviviale. Les données, guelles soient
géographiques ou tabulaires, sont essentielles et peuvent étre collectées en interne ou acquises
aupres de fournisseurs commerciaux. Les individus jouent un réle crucial dans la gestion et
l'utilisation des SIG, allant des spécialistes techniques qui développent et maintiennent le
systéme aux utilisateurs qui l'utilisent dans leurs taches quotidiennes. Enfin, les méthodes et
les regles métiers spécifiques a chaque organisation garantissent le bon fonctionnement et

I'efficacité des SIG dans des contextes réels [19].

3.4 Les capteurs

Les capteurs, tels que les versions optiques de haute qualité, sont cruciaux pour I'agriculture,
fournissant des données en temps réel sur la croissance des plantes, la fertilisation et la lutte
contre les ravageurs. Ces informations sont essentielles pour les agriculteurs, notamment en
Afrique, ou elles permettent une utilisation plus efficace de I'eau et des nutriments. Les
capteurs peuvent prendre diverses formes, y compris des smartphones simples, offrant aux
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agriculteurs des conseils en ligne sur les traitements nécessaires. Les capteurs agricoles
traditionnels, installés dans les champs ou sur des drones, permettent une agriculture plus

intelligente et rentable en fournissant des données précises et spécifiques [20].

e Capteurs de sol : Ces capteurs mesurent I'humidité du sol, la teneur en nutriments et
d'autres parametres importants pour la croissance des cultures. Ils permettent aux
agriculteurs de surveiller de pres les conditions du sol et d'ajuster l'irrigation et la
fertilisation en conséquence, ce qui peut augmenter les rendements tout en réduisant
la consommation d'eau et de produits chimiques.

e Capteurs météorologiques : Ils surveillent les conditions météorologiques telles que
la température, I'numidité, la vitesse du vent et les précipitations. Ces données peuvent
aider les agriculteurs a prendre des decisions éclairées concernant la gestion des
cultures, la planification des récoltes et la protection contre les conditions
météorologiques extrémes.

e Capteurs de drones : Les drones équipés de capteurs peuvent survoler les champs
pour recueillir des données sur I'état des cultures, telles que la santé des plantes, la
croissance, les infestations de ravageurs et les maladies. Cette surveillance permet aux
agriculteurs d'identifier rapidement les problemes potentiels et de prendre des mesures
correctives précoces.

e Capteurs de qualité de I'eau : Dans les systemes d'irrigation, les capteurs de qualité
de I'eau surveillent la salinité et la qualité de I'eau utilisée pour l'irrigation. Cela aide
a prévenir les dommages aux cultures causés par une irrigation excessive ou par une

eau de mauvaise qualité.

Conclusion

L'agriculture de précision représente une véritable révolution dans les pratiques agricoles
contemporaines. En tirant parti des technologies de pointe comme les drones, l'imagerie
satellitaire, les systemes de géolocalisation et les capteurs de sol, elle permet une gestion trés
fine et différenciée des intrants au niveau intra-parcellaire. Cette approche apporte de multiples
bénéfices économiques, environnementaux et agronomiques, méme si son déploiement a

grande échelle reste confronté a certains défis.
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Nul doute que l'agriculture de précision va continuer a se développer dans les années a venir,
portée par les progrés technologiques constants dans des domaines comme le big data,
I'intelligence artificielle ou encore la robotique agricole. Les solutions d'agriculture de précision
de demain reposeront sur une intégration toujours plus poussée de ces briques technologiques

innovantes.

C'est dailleurs l'un des sujets qui sera abordé dans le prochain chapitre, consacré a
I'apprentissage automatique et son application au secteur agricole. Nous verrons comment les
techniques d'apprentissage machine, en exploitant les masses de données collectées, peuvent
permettre une prise de décision agro-environnementale optimisée et apporter une aide précieuse
aux agriculteurs. Nous étudierons les fondements théoriques et méthodologiques de
I'apprentissage automatique, avant d'illustrer son intérét concret au travers de différents cas

d'usage en agriculture.
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Introduction

L'intelligence artificielle (IA) et le Machine Learning (ML) sont devenus des termes
omniprésents dans notre monde technologique, mais leur signification et leurs implications
restent souvent floues. Ce chapitre a pour objectif de démystifier ces concepts et de vous guider
a travers les rouages de cette révolution technologique.

Nous commencerons par établir une base solide en définissant I'l A et le ML, en clarifiant leurs
liens et leurs distinctions. Puis, nous plongerons dans le ceeur du sujet : les différents types de
Machine Learning. Vous découvrirez les approches supervisées, non supervisées et par
renforcement, chacune ayant ses propres forces et applications.

Ensuite, nous explorerons les algorithmes qui animent le Machine Learning, des classiques
comme la régression linéaire aux arbres de décision, en passant par les réseaux de neurones.
Vous comprendrez comment ces algorithmes apprennent des données et effectuent des
prédictions.

Le chapitre abordera également des concepts avancés tels que I'Ensemble Learning, une
technique puissante qui combine plusieurs modeéles pour améliorer les performances. Enfin,
nous ouvrirons la porte sur le Deep Learning (DL) et les réseaux de neurones, une branche
fascinante du ML inspirée par le fonctionnement du cerveau humain.

Learning

Figure IL.1 L’intelligence artificielle, Machine Learning et Deep Learning
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1 L’intelligence artificielle

L'intelligence artificielle, peut étre définie comme "I'étude des agents intelligents : tout
appareil qui pergoit son environnement et entreprend des actions qui maximisent ses chances
de succes pour atteindre ses objectifs". En d'autres termes, I'l A concerne la création de systemes
capables de collecter des informations, d'apprendre, de s'adapter et de prendre des décisions
rationnelles pour atteindre des objectifs définis. Cette définition met I'accent sur la rationalité
et I'efficacité, soulignant la capacité des agents intelligents a optimiser leurs actions pour obtenir
les meilleurs résultats possibles. [21]

2 L’apprentissage automatique (Machine Learning)

Le Machine Learning, ou apprentissage automatique, est un champ d'étude de l'intelligence
artificielle qui se focalise sur la conception et le développement d'algorithmes permettant aux
machines d'apprendre a partir de données et d'ameéliorer leurs performances sans étre
explicitement programmeées. En d'autres termes, le ML permet aux ordinateurs de "s'entrainer”
sur des jeux de données massifs et d'identifier des modéles et des relations qui leur permettent
de faire des prédictions ou de prendre des décisions [22].

Le processus d'apprentissage automatique se déroule généralement en plusieurs étapes :

e Collecte et préparation des données : La qualité et la quantité des donnees sont
cruciales pour la performance des algorithmes de ML.

e Choix d'un modéle d’apprentissage : Il existe une multitude de modéles de ML,
chacun ayant ses propres forces et faiblesses. Le choix du modéle dépend de la nature
du probleme a résoudre et des données disponibles.

e Entrainement du modéle : Le modele est nourri avec les données et ajuste ses
parametres internes pour minimiser l'erreur de prédiction.

e Evaluation du modéle : La performance du modéle est mesurée sur un jeu de données
distinct pour sassurer qu'il se généralise bien a de nouvelles données.

e Déploiement et utilisation du modéle : Si le modéle est performant, il peut étre

déployé et utilisé pour faire des prédictions ou prendre des décisions.
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2.1 Types de machine Learning

Machine Learning

L'apprentissage
par
renforcement

L'apprentissage L'apprentissage L'apprentissage
supervisé non supervisé semi-supervisé

Classification Régression L'association

Figure 11.2 Les types de Machine Learning

2.1.1 L'apprentissage supervisé
L'apprentissage supervisé est une approche en Machine Learning qui implique l'utilisation

d'une Vérité connue, c'est-a-dire que l'on dispose d'une connaissance préalable des valeurs
de sortie attendues pour nos echantillons. Par conséquent, l'objectif de ce type
d'apprentissage est de découvrir une fonction qui, a partir d'un ensemble de données d'entrée
et des résultats désirés, se rapproche le plus possible de la relation entre les entrées et les

sorties observables dans les donnees [23].
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Figure 11.3 I’apprentissage supervisé [24].
Dans le cadre de lI'apprentissage supervisé, on distingue deux types d'algorithmes :

a. Classification

O pas de cancer

Densite cellulaire
T

Taille de la tumeur

Figure 11.4 Exemple de classification [25].

La classification est un processus qui consiste a assigner des étiquettes ou des catégories
a des données en fonction de leurs caractéristiques. L’objectif est de prédire la classe d’une
nouvelle observation en se basant sur les exemples d’entrainement. Par exemple, supposons
que nous ayons un ensemble de données contenant des images d’animaux (chats, chiens et
oiseaux). Un algorithme de classification pourrait apprendre a distinguer ces animaux en
fonction des caractéristiques visuelles (par exemple, la forme des oreilles, la couleur du
pelage, etc.). Lorsqu’une nouvelle image est présentée, 1’algorithme peut prédire si elle
représente un chat, un chien ou un oiseau. En resumg, la classification est un outil puissant
pour résoudre divers problemes, tels que la détection de spam, la reconnaissance d’objets,
la prédiction de maladies et bien d’autres encore. Elle permet aux modéles d’apprentissage
supervisé d’organiser et de catégoriser les données de manicre efficace et précise.
Il existe trois types principaux de classification :

e La classification binaire est une tache de Machine Learning dans laquelle le praticien doit
classifier des données d’entrées entre deux catégories « classes ». Autrement dit, la
classification binaire est le fait de diviser un ensemble de données « Dataset », en deux sous-
ensembles distincts.

e La classification multi-classe est un type de probléme de classification ou les exemples
sont assignés a 1’une des trois classes ou plus. Contrairement a la classification binaire, qui
ne comporte que deux classes, la classification multi-classe implique de distinguer entre

plusieurs catégories possibles.
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La classification multi-label est un type d’apprentissage automatique ou chaque exemple
peut étre associé a plusieurs catégories ou classes. Contrairement a la classification
traditionnelle a étiquette unique, un exemple peut appartenir a plusieurs classes

simultanément. Par exemple, une image peut étre étiquetée a la fois comme “chat” et

“animal domestique” [26].

Il existe de nombreux types d'algorithmes de classification. Voici quelques-uns parmi les

plus courants :

L'Algorithme K-Nearest Neighbors (KNN)
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Les concepts de Machine Learning

Figure 11.5 Exemple de I’algorithme KNN [27].

Est une méthode de classification qui s'appuie sur la similarité entre les points de données.
Pour classer un nouveau point, KNN identifie les K points de données les plus proches (ses
"voisins") dans I'ensemble d'apprentissage. La classe majoritaire parmi ces K voisins est

ensuite attribuée au nouveau point. Le choix du nombre de voisins (K) est crucial et

influence la performance de l'algorithme.
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La classification SVM (Support Vector Machine) est une technique d'apprentissage
automatique supervisé qui utilise des machines a vecteurs de support (SVM) pour classer
des données. Elle fonctionne en trouvant le meilleur hyperplan qui sépare les différentes
classes de données dans un espace multidimensionnel, en maximisant la marge entre

I'nyperplan et les points de données les plus proches de chaque classe (vecteurs de support)

Un arbre de décision est un algorithme de Machine Learning supervisé qui utilise une
structure arborescente pour classer les données. Chaque nceud de l'arbre représente une
question sur une caractéristique, et chaque branche représente une réponse possible. Les

feuilles de l'arbre correspondent aux classes possibles [28].

La régression logistique est un algorithme d'apprentissage automatique supervise utilisé
pour prédire la probabilité qu'une observation appartienne a une catégorie binaire (par
exemple, oui/non, vrai/faux). Il utilise une fonction logistique pour modéliser la relation

entre les variables indépendantes et la variable dépendante binaire [29].

Une forét aléatoire (Random Forest) est un algorithme de classification qui combine
plusieurs arbres de décision. Chaque arbre est entrainé sur un sous-ensemble aléatoire des
données d'apprentissage et des variables d'entrée. Les foréts aléatoires sont robustes au bruit
et aux valeurs aberrantes et peuvent gérer des données avec un grand nombre de variables
d'entrée [30].
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b. Régression
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Figure 11.6 Exemple de régression [31].

En apprentissage automatique, la régression est une technique qui permet de modéliser et
de prédire des valeurs continues a partir de données d’entrainement. Elle est utilisée pour
estimer la relation entre une variable dépendante et une ou plusieurs variables
indépendantes. Par exemple, estimer le prix d'une maison en fonction de sa superficie, son
nombre de chambres et son emplacement. Les deux algorithmes de régression les plus
connus semblent étre :

Régression linéaire : La régression lineaire cherche a modéliser une relation linéaire entre
une variable a prédire (la sortie) et une ou plusieurs variables explicatives (les entrées). Elle
estime les paramétres (poids) d'une équation linéaire a partir de données d'entrainement.
Régression polynomiale : La régression polynomiale est une extension de la régression
linéaire ou de nouvelles caractéristiques sont créées en élevant les variables d'entrée a
différentes puissances polynomiales. Cela permet de capturer des relations non linéaires

entre les entrées et la sortie [32].
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2.1.2 L’apprentissage non supervisé

Sortie

Données d'entrée Chats
Algorithme '
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Données non Interprétation
étiquetées
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Figure 1.7 ’apprentissage non supervisé [23].

L'apprentissage non supervise représente un pan de I'apprentissage automatique dans lequel
les algorithmes analysent et regroupent des données dépourvues d'étiquettes préalables. Ces
méthodes découvrent des structures, motifs ou catégories intrinséques présents au sein des
données, et ce, avec un minimum d'intervention humaine. Cette approche differe de
I'apprentissage supervisé, ou le modéle est alimenté avec des données d'entrainement
labellisées pour apprendre. En effet, les modéles supervisés et non supervisés se distinguent
par le type de données qu'ils utilisent. Dans l'apprentissage supervise, les données d'entrée
et de sortie sont étiquetées, tandis que dans l'apprentissage non supervisé, le modele apprend
a partir de données d'entrainement non étiquetées pour effectuer des prédictions de
classification. Ainsi, l'objectif d'un modéle non supervisé est de découvrir des structures ou
des schémas dans un ensemble de données volumineux, alors que dans un modeéle supervisé,
l'objectif est de prédire les valeurs de sortie pour de nouvelles données.
L'apprentissage non supervisé peut étre divisé en deux grands types de techniques : les
méthodes de Clustering (ou de regroupement) et les méthodes d'association (ou de régles
d'association).

a. Le Clustering (regroupement) : est un processus ou la machine regroupe des objets dans

des ensembles distincts, appelés clusters, en fonction de leurs similarités dans un ensemble
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de données. L'objectif est de créer des groupes de maniere juste et efficace. Bien que parfois
complexe pour les humains a saisir, cette technique est largement utilisée dans des domaines
tels que le marketing pour segmenter les clients en fonction de leurs comportements ou

préférences. Un algorithme couramment employé pour le Clustering est le K-means.

b. L'association de données consiste a identifier et a regrouper des éléments ayant des
caractéristiques similaires, méme s'ils ne sont pas nécessairement identiques. Par exemple,
en fournissant a un algorithme un ensemble d'images comprenant des chats et des
accessoires pour chats, le systeme pourrait regrouper une pelote de laine avec un chat, plutot
que de simplement regrouper tous les chats ensemble [33]. L'objectif est de découvrir des
relations entre les données en se basant sur des similitudes spécifiques. Un exemple courant

d'algorithme utilisé dans I'association est l'algorithme A-priori.

2.1.3 L'apprentissage semi-superviseé
Est une technique d'apprentissage automatique qui se situe entre l'apprentissage supervise

et l'apprentissage non supervisé. Il utilise un ensemble de données composeé a la fois de
donneées étiquetées (avec des réponses connues) et de données non étiquetées (sans réponses
connues) pour entrainer un modeéle [34]. L'objectif est d'exploiter les informations des
donneées étiquetées pour mieux comprendre la structure des données non étiquetées et ainsi
améliorer la performance du modele sur des taches spécifiques, telles que la classification
ou la régression. Par exemple : Entrainer un modéle pour classer des images d'animaux
(éléphants, chiens, serpents) en utilisant un petit nombre d'images étiquetées et un grand
nombre d'images non étiquetées. L'apprentissage semi-supervisé apprend des images

étiquetees et applique ensuite cette connaissance pour classer les images non étiquetées.
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Figure 11.8 ’apprentissage semi- supervisé
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2.1.4 L'apprentissage par renforcement

Il s'agit d'une méthode de Machine Learning ou un agent apprend a prendre des décisions
en interagissant avec un environnement. L'agent recoit des récompenses pour les bonnes
actions et des pénalités pour les mauvaises actions, et il ajuste progressivement sa stratégie
pour maximiser les récompenses cumulées a long terme. Ce processus s'apparente a la fagon
dont les humains apprennent par essais et erreurs, en tirant des lecons de leurs expériences
passées [35]. Par exemple Un robot apprend a naviguer dans un labyrinthe. 1l recoit une
récompense lorsqu'il atteint la sortie et une pénalité lorsqu'il heurte un mur. Au fil du temps,

le robot apprend a éviter les murs et a trouver le chemin le plus rapide vers la sortie.

Agent

Recompense

Etat Action

Modéle Environnement

Figure 11.9 L’apprentissage par renforcement [36].

3 L’apprentissage Profond (Deep Learning)

L’apprentissage profond, est un sous-domaine de l'apprentissage automatique qui s'appuie sur
des réseaux de neurones artificiels comportant de multiples couches. Ces réseaux sont inspirés
du fonctionnement du cerveau humain et sont capables dapprendre des représentations
complexes des données a partir d'un grand volume d'exemples. Le Deep Learning excelle dans
des taches telles que la reconnaissance d'images, la compréhension du langage naturel et la
traduction automatique, ou les données sont souvent non structurées et complexes [37].

Le Deep Learning a connu un succes considérable dans divers domaines, notamment :
e Reconnaissance d'images et de vidéos : Identification d'objets, de scenes, de visages,
etc.
e Traitement du langage naturel : Traduction automatique, analyse de sentiments,
génération de texte.

¢ Reconnaissance vocale : Transcription de la parole en texte, assistants vocaux.
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e Jeux : Les programmes de Deep Learning ont battu les champions du monde dans des
jeux complexes comme Go et les échecs.

e Agriculture : Le Deep Learning est de plus en plus utilisé dans I'agriculture pour des
taches telles que la détection des maladies des plantes, la surveillance des cultures,
I'analyse des sols et la gestion de l'irrigation.

3.1 Les réseaux de neurones artificiels (ANN)

Egalement appelés réseaux neuronaux, sont des modeles informatiques inspirés du
fonctionnement du cerveau humain. lls sont composés d'unités interconnectées appelées
neurones artificiels, qui traitent et transmettent des informations. Chaque neurone recoit des
signaux en entrée, les pondere, et produit un signal de sortie qui peut étre transmis a d'autres
neurones. L'apprentissage dans un réseau de neurones consiste a ajuster les poids des
connexions entre les neurones afin d'améliorer la performance du réseau sur une tache

specifique [38].

Neurone
Entrées Neurones de sortie

Figure 11.10 Architecture d'un réseau de neurones artificiels.

4 Stratégies Avancées d'Apprentissage

Les stratégies avancees d'apprentissage sont des techniques visant a étendre et optimiser les
capacités des modeéles d'apprentissage automatique traditionnels. Elles permettent de relever
certains défis majeurs tels que la pénurie de données étiquetées, le transfert de connaissances
entre domaines connexes ou la combinaison de multiples modéles. Ces stratégies exploitent des
concepts comme le pré-entrainement sur de grandes quantités de données non étiquetées,
I'adaptation a de nouvelles taches, l'apprentissage décentralisé ou encore la fusion de plusieurs
modeéles. Elles offrent ainsi des solutions pour tirer le meilleur parti des données disponibles,

réutiliser efficacement les connaissances existantes et combiner intelligemment différentes
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approches. Parmi les principales stratégies avancées d'apprentissage, on peut citer le Fine-
Tuning, l'apprentissage fédéré, le transfert d'apprentissage et I'ensemble d'apprentissage.

4.1 Le Fine-Tuning

Le Fine-Tuning, ou "affinage", est une technique d'apprentissage par transfert utilisée en
intelligence artificielle, en particulier dans le domaine de I'apprentissage profond. 11 s'agit d'un
processus de réentrainement d'un modéle pré-entrainé sur une nouvelle tdche ou un nouveau
domaine de données, en utilisant un plus petit ensemble de données spécifiques a cette tache.
Les modeles d'lA modernes, comme les grands modeles de langage (GPT-3, BERT, etc.),
sont initialement entrainés sur d'énormes quantités de données générales, ce qui leur permet
d'acquérir une compréhension générale du langage et du monde. Cependant, ces modéles
peuvent manquer de performances sur des taches ou des domaines spécifiques. C'est la que le
Fine-Tuning intervient. Le processus de Fine-Tuning consiste a prendre un modéle preé-
entrainé et a ajuster ses parametres sur un plus petit ensemble de données spécifiques a la
nouvelle tache. Cela permet au modeéle de transférer les connaissances acquises lors de son
pré-entrainement initial et de les adapter a la nouvelle tache, plutét que de devoir étre

entierement ré-entrainé a partir de zéro.

Fine-Tuning

prediction

W

Fine-tune same model
on Downstream task

n

prediction

Figure 11.11 Processus de Fine-Tuning [39].
4.1.1 Les avantages du Fine-Tuning
. Performances accrues sur des taches spécifiques : En adaptant un modéle pré-entrainé
a une tache particuliére, le Fine-Tuning permet d'améliorer les performances du modeéle sur

cette tdche, comparé a un modele généraliste non affiné.
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. Economie de ressources : Le Fine-Tuning nécessite généralement beaucoup moins de
données et de ressources de calcul que I'entrainement complet d'un modéle depuis le début,
ce qui le rend plus économique et plus rapide.

. Transfert de connaissances : En partant d'un modéle pré-entrainé, le Fine-Tuning permet
de transférer et de réutiliser les connaissances acquises lors du pré-entrainement initial,
plut6t que de tout réapprendre a partir de zéro.

. Adaptation a des domaines spécifiques : Le Fine-Tuning permet d'adapter un modele
généraliste a des domaines ou des taches spécifiques, comme la reconnaissance d'entités
nommées dans un domaine particulier, la traduction dans un domaine technique, etc.

Le Fine-Tuning est largement utilisé dans diverses applications de I'lA, comme le traitement
du langage naturel, la vision par ordinateur, la reconnaissance de la parole, etc. C'est une
technique cruciale pour tirer parti des grands modeéles pré-entrainés et les adapter a des
taches specifiques de maniere efficace.

4.1.2 Les défis lies au Fine-Tuning

Un des défis majeurs du Fine-Tuning est le risque de Catastrophic Forgetting (oubli
catastrophique). Comme les modeles sont ré-entraines sur de nouveaux ensembles de
donneées spécifiques, ils peuvent "oublier” une partie des connaissances générales apprises
lors du pré-entrainement initial. 1l faut donc trouver un équilibre pour conserver les
connaissances préalables tout en adaptant le modeéle a la nouvelle tache.
Un autre défi est la taille limitée des ensembles de données disponibles pour le Fine-Tuning
dans de nombreux domaines spécialisés. Avec trop peu de données, le modele affiné risque
de ne pas bien généraliser et de souffrir de sur-apprentissage (Overfitting). Il faut donc
parfois constituer manuellement ces données, ce qui peut étre colteux.
De plus, le Fine-Tuning nécessite de choisir des hyper-parametres optimaux comme le taux
d'apprentissage, le nombre d'époques, etc. Ce réglage fin est crucial pour obtenir de bonnes

performances, mais peut s'avérer complexe et chronophage.

Enfin, dans certains cas, le Fine-Tuning peut introduire des biais indésirables dans le modéle
s'il est effectué sur des données non représentatives ou biaisées. Il faut donc veiller a la

qualité et a la diversité des données utilisees [40].
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4.2 Transfer Learning
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Figure 11.12 les étapes cles du processus de Transfer Learning [41].

Le Transfer Learning est une méthode d'apprentissage automatique qui consiste a exploiter
les connaissances acquises lors d'une tache source pour améliorer I'apprentissage sur une
nouvelle tache cible connexe. Au lieu d'entrainer un modeéle a partir de zéro, on réutilise ce
qui a été appris sur une tache similaire. Cela permet d'obtenir de meilleures performances
prédictives sur la tache cible, tout en nécessitant beaucoup moins de données d'entrainement.
Un exemple courant est l'utilisation de réseaux de neurones convolutifs pré-entrainés pour des
taches de reconnaissance d'images avec peu de donnees annotées. il existe trois grandes
catégories de Transfer Learning :

Induction par transfert : Cette catégorie vise a réutiliser les connaissances extraites des
taches sources pour construire un modele de classification ou de régression adaptée a la tache
cible. Les connaissances transférées peuvent prendre diverses formes comme des instances,
des regles d'apprentissage ou des caractéristiques.

Transfert de représentation (Feature-Representation Transfer) : L'objectif est ici de
représenter les données des taches sources et cibles dans un méme espace de caractéristiques
pour réduire la divergence entre leurs distributions. On cherche des représentations permettant
de minimiser les différences entre domaines tout en préservant les propriétés discriminantes.
Echantillonnage d'instances : Cette approche consiste a ré-échantillonner les instances
sources, c'est-a-dire ajuster leur poids/importance, afin que leur distribution soit mieux
alignée avec la tache cible. Cela permet de transférer plus efficacement la connaissance des

instances sources .
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4.2.1 Les avantages du Transfer Learning

Gain de temps et d'efficacité : Le Transfer Learning permet de réutiliser les connaissances
acquises par un modele pré-entrainé sur une grande quantité de données, évitant ainsi d'avoir
a entrainer un nouveau modéle depuis zéro.

Besoin de moins de données : Gréce au transfert des connaissances du modéle pré-entrainé,
on peut obtenir de bonnes performances méme avec une quantité de données d'entrainement
limitée pour la tache finale.

Performances accrues : En initialisant avec des poids pré-entrainés, on part d'un meilleur
point de départ qu'avec une initialisation aléatoire, ce qui peut conduire a de meilleures
performances finales.

Régularisation : Le Transfer Learning peut étre vu comme une forme de régularisation qui

aide a éviter le sur-apprentissage.

4.2.2 Les principaux défis liés au Transfer Learning

Divergence entre les domaines source et cible : Lorsque les données de la tache source et
de la tache cible proviennent de domaines trés différents, le transfert des connaissances peut
étre difficile ou inefficace.

Sélection appropriée du modeéle pré-entraine : Il est important de choisir un modele pré-
entrainé approprié pour la nouvelle tache, en termes de capacité, architecture et domaine
d'application.

Réglage fin du modéle transféré : Trouver le bon équilibre entre figer certaines parties du
réseau et entrainer le reste, afin de bien transférer les connaissances utiles sans "oublier"” ce
qui a été appris.

Temps de calcul : Bien que plus rapide qu'un entrainement complet, le Transfer learning
peut nécessiter des temps de calcul importants selon la complexité des modéles.

Manque de données annotées pour le pré-entrainement : Pour certains domaines, il peut
étre difficile de disposer de grandes quantités de données annotées pour pré-entrainer

efficacement les modeéles [42].

4.3 Federated Learning

L'apprentissage fedéré est une technique collaborative de Machine Learning dans laquelle
plusieurs clients, comme des smartphones ou des dispositifs en périphérie, entrainent un
modeéle sur leurs propres données locales. Les mises a jour locales sont ensuite agrégées par
un serveur central pour former un modele global. Ce processus itératif permet d'améliorer le

modeéle global tout en préservant la confidentialité des données [43].
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Figure 11.13 Le fonctionnement de L'apprentissage fedéré [44].

4.3.1 Le fonctionnement de L'apprentissage fédéré

Dans un systéme de Federated Learning, chaque appareil participant au réseau possede sa
propre copie du modele. Ces appareils entrainent ensuite leur propre modele en utilisant
leurs données locales. Les parametres ou pondérations des modéles individuels sont ensuite
transmis a un appareil central, souvent appelé serveur, qui agrege ces parametres et met a
jour le modele global. Ce processus itératif peut se répéter jusqu'a ce que le niveau de
précision désiré soit atteint.

4.3.2 Les avantages de L'apprentissage fedéré

e Confidentialité des données : Les données brutes restent sur l'appareil du client,

diminuant ainsi les risques pour la vie privée.

e Réduction de la bande passante : Seules les mises a jour du modéle sont envoyées, et

non les ensembles de données entiers.

e Personnalisation : Les modeles peuvent étre adaptés selon les données locales, ce qui
améliore les performances pour chaque utilisateur individuel.
4.3.3 Les Limitations de I'Apprentissage Fédéré
L'apprentissage fédéré permet a plusieurs collaborateurs de former des modeles sur leurs
données locales et d'agréger ces modéles pour créer un modéle généralisé. Idéalement, tous
les modéles locaux apprennent des patterns similaires, facilitant leur agrégation. Cependant,

des différences entre les populations de données des collaborateurs peuvent entrainer des
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modeles divergents, ralentissant la convergence. Cette lenteur augmente les codts

d'infrastructure et de réseau, et ralentit les cycles d'itération et d'expérimentation, rendant

plus difficile le déploiement rapide des meilleurs modeles en production.

4.3.4 Les défis de I'"Apprentissage Federeé

Communication Codteuse : Dans les réseaux fédérés, qui peuvent comporter de
nombreux appareils tels que des smartphones, la communication peut étre beaucoup plus
lente que les calculs locaux, ce qui entraine des colts de communication élevée. Pour
adapter un modele aux données des appareils dans un réseau fédéré, il est essentiel de
développer des méthodes de communication efficaces qui envoient des messages ou des
mises a jour de modele de maniére itérative pendant I'entrainement, plutét que de
transférer I'ensemble des données sur le réseau.

Hétérogeneité des Systémes : Les réseaux federés présentent des disparités importantes
en termes de capacités matérielles, de connectivité réseau et de niveau de batterie entre
les appareils individuels. De plus, dans un réseau composé de millions d'appareils,
seules quelques centaines sont souvent actives simultanément, et la fiabilité des
appareils peut étre sujette a des problemes, certains pouvant cesser de fonctionner a tout
moment. Ces caractéristiques systémiques rendent les problémes tels que les trainards
et la tolérance aux pannes bien plus fréquents dans les réseaux fédérés que dans les
environnements de centre de données traditionnels.

Hétérogeneéité Statistique : Les dispositifs au sein des réseaux fédérés générent et
rassemblent souvent des données de maniere inégale. Par exemple, les utilisateurs de
téléphones mobiles peuvent avoir des schémas d'utilisation linguistique tres divers. De
plus, la quantité de données échangées entre les dispositifs peut varier considérablement,
et il peut exister une structure sous-jacente qui décrit les relations entre les dispositifs et
leurs distributions de données. Cette diversité statistigue rend les hypotheses
traditionnelles d'une distribution identique et indépendante (1.1.D) moins applicables en
optimisation distribuée, ce qui peut complexifier I'analyse des données et des modeles.

Préoccupations Concernant la Confidentialité : La préservation de la confidentialité
dans les réseaux fédérés est cruciale, car les mises a jour de modéle transmises peuvent
inadvertamment divulguer des informations sensibles, méme si les données originales
demeurent sur les appareils locaux. Bien que des approches telles que la confidentialité

différentielle aient été proposées pour améliorer la sécurité, leur utilisation peut
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entrainer une diminution des performances ou de lefficacité du systéme. Ainsi,
équilibrer la confidentialité et la performance demeure un défi de taille dans le

déploiement de systémes d'apprentissage fédéré sécurisés [45].

4.4 Ensemble Learning

L'ensemble Learning fait référence a un ensemble de techniques d'apprentissage
automatique qui construisent un prédicteur en combinant les forces de plusieurs modéles
individuels. Au lieu d'utiliser un seul modéle d'apprentissage, I'idée est d'en construire une
multitude, en exploitant leur diversité et en les combinant de maniére intelligente. L’idée de
base de I'ensemble Learning est d'apprendre non pas un seul prédictif mais un ensemble de
prédicteurs, chacun avec une certaine capacité de prédiction, et de les combiner de maniere a
obtenir un prédicteur d'ensemble plus précis [46]. Parmi les techniques couramment utilisees,

on retrouve le Bagging, le Boosting et le Stacking.

4.4.1 Bagging

Le Bagging (Bootstrap Aggregating) est une méthode d'ensemble qui vise a réduire la
variance d'un estimateur de Machine Learning. L'idée est d'entrainer plusieurs modeles de
base sur des sous-ensembles de données bootstrappes puis de les combiner par vote
majoritaire ou moyenne. Le Bagging manipule efficacement la variance instable du
processus d'apprentissage en introduisant de fagon aléatoire une variabilité supplémentaire
dans le constructeur. Bien que les prédictions des modeles individuels soient
potentiellement erronées, la moyenne de leurs prédictions dérivée du Bagging peut donner
une prédiction agrégée tres précise [47]. Un célébre algorithme de Bagging est le fameux

Random Forest.
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Figure 11.14 Schéma du processus de Bagging (Bootstrap Aggregating) [48].

4.4.2 Boosting

Le Boosting fait reféerence a une famille d'algorithmes qui combinent les sorties de
plusieurs modeles faibles et imparfaits pour produire un prédicteur puissant. A chaque
itération, un nouveau modele est entrainé sur les erreurs du modele précédent, de sorte que
les modeles successifs se concentrent sur les exemples difficiles. L'algorithme de Boosting
produit un ensemble de prédicteurs faibles. Les exemples qui sont mal prédits obtiennent
un poids de priorité plus élevé pour étre bien représentés dans la formation des prédicteurs
faibles ultérieurs. Ainsi, le Boosting alterne entre les étapes d'ajustement des pondérations
et d'ajustement des prédicteurs faibles, de sorte que les exemples mal prédits obtiennent un
poids de plus en plus élevé a chaque itération [49].
Les algorithmes de Boosting couramment utilisés :
Gradient Boosting (GBM) : GBM construit le modéle de maniere séquentielle, comme les
autres méthodes de Boosting, et il permet d'optimiser une fonction de perte arbitraire. A
chaque étape, une fonction de perte est modélisée avec une fonction simple, comme une

décision d'arbre [50].
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e XGBoost : XGBoost est une implémentation trés efficace et parallélisable de I'algorithme
de gradient Boosting pour arbres de décision. Il tire parti des systémes de calcul paralléle et
distribué pour améliorer considérablement les performances de calcul [51].

e LightGBM : LightGBM est une autre implémentation populaire de I'algorithme de gradient
Boosting proposée par Microsoft. Il est concu pour étre trés efficace, avec des temps
d'entrainement encore plus rapides que XGBoost et une utilisation économe des ressources

systeme, tout en conservant une précision élevée [52].
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Figure 11.15 Entrainement d’un modéle de Boosting [53].

4.4.3 Stacking

Le Stacking, ou Stacked Generalization, implique d'entrainer un modele d'apprentissage,
appelé méta-modele, pour combiner les prédictions de plusieurs modeéles de base. Le méta-
modele apprend comment assigner des poids optimaux aux différents modéles de base. Dans
la méthode de Stacking, nous combinons les sorties de plusieurs modéles d'apprentissage a
l'aide d'un méta-modéle d'apprentissage. Le méta-modele est formé pour combiner de
maniére optimale les sorties des modeles de base en fonction de leurs performances

respectives sur les données d'entrainement [54].
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Figure 11.16 Présentation du processus d'apprentissage avec Stacking [55].

Conclusion

Dans ce chapitre, nous avons exploré les concepts fondamentaux de I'intelligence artificielle
(1A) et du Machine Learning. Nous avons vu que le Machine Learning permet aux systemes
d'apprendre et de s'ameéliorer a partir de donneées, sans étre explicitement programmes. Le Deep
Learning, une branche du machine Learning inspirée du fonctionnement des neurones
biologiques, s'est imposé comme une approche particulierement puissante pour traiter des
données complexes comme les images, les textes ou les signaux.
Nous avons également abordé des stratégies avancées d'apprentissage comme le Fine-Tuning,
qui consiste a adapter un modele pré-entrainé a une nouvelle tache, le Transfer Learning qui
réutilise les connaissances d'un modele sur un nouveau probléme, et le Federated Learning qui
permet d'entrainer des modeles de maniére décentralisée sur des données distribuées.
L'ensemble Learning, qui combine plusieurs modeles, a aussi été présenté.
Ces techniques offrent de nouvelles perspectives passionnantes pour relever les défis de
I'agriculture de précision, sujet qui sera abordé dans le prochain chapitre. L'exploitation
intelligente des données massives collectées par les fermes connectées permettra d'optimiser
les pratiques agricoles, de réduire les intrants tout en augmentant les rendements et la qualité
des récoltes. Le chapitre suivant explorera les derniers travaux mettant en ceuvre ITA et le

Machine Learning au service d'une agriculture plus durable et productive
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Introduction

L'agriculture de précision est un domaine en pleine évolution qui vise a optimiser les
rendements agricoles et la gestion des ressources grace a I'utilisation de technologies avancées.
Ces derniéres années, de nombreux progrés ont été réalisés dans différents aspects clés de
I'agriculture de précision, permettant une approche plus intelligente et durable. Ce chapitre
explore les récents développements dans quatre domaines essentiels : la détection des maladies
des cultures, l'analyse des propriétés des sols et la prédiction météorologique, l'estimation des
rendements agricoles, et la gestion optimisée de l'irrigation.

Dans ce chapitre, nous examinerons les techniques émergentes pour la détection précoce des
maladies végétales, cruciale pour prévenir les pertes de récoltes et assurer un rendement
optimal. Des techniques d'imagerie avancees couplées a I'intelligence artificielle ont permis des
progres significatifs, permettant une identification rapide et précise des pathogenes affectant les

cultures.

Nous aborderons également les avancées dans la compréhension des propriétés des sols et des
conditions météorologiques, essentielle pour adapter les pratiques agricoles. L'utilisation de
capteurs de sol intelligents, de drones et de modeéles de prévision météorologique sophistiqués

offre désormais aux agriculteurs des informations précieuses pour optimiser leurs interventions.

Ce chapitre traitera aussi des derniéres avancées dans la prédiction des rendements des cultures,
en exploitant des données historiques, des images satellitaires et des modeles de croissance des
plantes. Ces progrées permettent une meilleure planification des récoltes et de la logistique

associée.
Enfin, nous explorerons les systemes d'irrigation intelligents, basés sur des données en temps

réel sur les besoins en eau des cultures, contribuant a une utilisation plus rationnelle et durable

de cette ressource précieuse.
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1 Détection des maladies

La détection des maladies des plantes en utilisant le Machine Learning et le Deep Learning
est un domaine en pleine expansion dans l'agriculture de précision. Ces technologies permettent
d'identifier, de diagnostiquer et de surveiller les maladies des plantes de maniére plus rapide et

précise que les méthodes traditionnelles

L'objectif de Sambasivam et al. Etait de développer un systéme de détection et de classification
automatique des principales maladies affectant les feuilles de manioc, en utilisant
I'apprentissage profond sur des données d'images désequilibrées [56].

Les données utilisées par Sambasivam et al comprenaient 9430 images RGB de feuilles de
manioc collectées au Kenya, en Ouganda et en Tanzanie. Ces images appartenaient a cing (05)
classes : feuilles saines (5347 images) et quatre (04) types de maladies (4083 images au total),
constituant ainsi un ensemble desequilibre avec une majorité de feuilles saines. Pour le
prétraitement, Sambasivam et al ont procédé a une augmentation des données par rotation,
découpage, zoom, etc. Deux techniques de rééquilibrage ont également été évaluees : le sur-
échantillonnage aléatoire et SMOTE. Le modele développé par Sambasivam et al était basé sur
des réseaux de neurones convolutifs (CNN) de type AlexNet modifié. Cette architecture
comprenait cing (05) couches convolutionnelles et trois (03) couches entierement connectees.
Les parametres optimisés incluaient un taux d'apprentissage de 0,0001 et un moment de 0,9.
L'entrainement a été réalisé sur GPU pendant 70 époques.

Pour I'évaluation, Sambasivam et al ont divisé les donnéees en ensembles d'entrainement (80%)
et de test (20%). Les métriques utilisées étaient la précision, le rappel, le F1-score, la spécificité
et le MCC. Les résultats obtenus par Sambasivam et al ont montré que le meilleur modéle était
le CNN combiné a la technigue SMOTE. Sur les données de test, ce modéle a atteint une
précision de 98,4%, un rappel de 98,4%, un F1-score de 98,4%, une spécificité de 99,5% et un
MCC de 0,977 pour la détection des maladies. Ces performances étaient nettement supérieures

a celles du sur-échantillonnage aléatoire.

L'objectif d'’Amara et al. Etait de proposer une approche d'apprentissage profond pour la
classification des maladies affectant les feuilles de bananier [57]. Leur modele de réseau
neuronal convolutifs (CNN) a été entrainé par Amara et al sur un ensemble de 17 034 images
RGB de feuilles saines et malades, annotées manuellement en trois (03) classes (sain, taches

noires, taches jaunes). Un échantillon de validation de 20% a été utilisé. Le CNN développé par
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Amara et al avait une architecture a cinq (05) couches de convolution avec des noyaux 3x3,
suivies de couches de pool, dropout, Flatting et Fully-Connected. Un taux d'apprentissage initial
de 0,001 avec décroissance a été applique.

Sur l'ensemble de test composé de 8 496 images, le modele d'’Amara et al. A obtenu une
précision de classification de 99,68%, avec des scores F1 de 99,75% pour la classe saine,
99,62% pour les taches noires et 99,15% pour les taches jaunes.

Rumpf et al. Ont acquis des données hyper-spectrales dans la gamme 400-1000 nm sur
différentes cultures (betteraves, blé, orge, pois) infectées par diverses maladies fongiques
(mildiou, rouille, oidium, rhynchosporiose) et virales (virus de la mosaique et des striures) [58].
Au total, sept (07) maladies et leurs équivalents sains ont été étudiés par I'équipe. Les mesures
ont éte prises a différents stades de développement des maladies, du tres précoce au sévere.

Un prétraitement des données hyper-spectrales a d'abord été realisé par Rumpf et al, comprenant
un lissage, une normalisation et une sélection de bandes spectrales pertinentes. Ensuite, les
chercheurs ont entrainé des classificateurs SVM a noyau RBF (Radial Basis Function) sur les
donneées prétraitées, en utilisant une validation croisée. Les performances ont été évaluées par
Rumpf et al. A l'aide de métriques comme la précision, le rappel, le F1-score et la matrice de
confusion. Les résultats ont montré que I'approche SVM permettait d'identifier avec précision
les différentes maladies, méme a un stade tres précoce d'infection ou aucun symptome n'etait
visible a I'ceil nu, avec des valeurs de F1-score supérieures a 0,9.

Rumpf et al. Ont constaté que les meilleurs résultats de classification ont été atteints en
combinant judicieusement certaines bandes spectrales spécifiques, plutdét qu'en utilisant
I'intégralité des données hyper-spectrales. Cette étude a ainsi démontré le potentiel des SVM
sur données hyper-spectrales pour la détection précoce automatisée des maladies des plantes,

permettant une intervention rapide selon Rumpf et al.

L'objectif d'Espejo-Garcia et al. Etait d'explorer les techniques de transfert d'apprentissage pour
faciliter I'identification automatique des mauvaises herbes dans les champs agricoles [59]. Pour
cela, Espejo-Garcia et al ont pré-entrainé trois (03) architectures CNN (InceptionV3, ResNet50,
VGG16) sur ImageNet puis affiné ces modeles sur un ensemble de 12 704 images de 12 especes
de mauvaises herbes collectées dans des champs de cultures en Grece. Le meilleur modele
obtenu par Espejo-Garcia et al., InceptionV3, a atteint une précision de classification de 92,2%
pour identifier les mauvaises herbes, contre seulement 75,5% sans transfert d'apprentissage. Les

valeurs F1 variaient de 0,67 (salades sauvages) a 0,99 (digitaires).
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L'objectif de Glezakos et al. Etait de développer une méthodologie combinant des réseaux de
neurones artificiels (ANN) avec des algorithmes évolutionnaires pour la classification
automatique des virus affectant les plantes [60]. Le systeme de Glezakos et al a été entrainé et
testé sur un ensemble de 1 500 images de feuilles infectées par cing (05) virus différents (300
images par virus). Les ANN ont d'abord été optimisés par Glezakos et al. Via des algorithmes
génétiques pour la sélection des caractéristiques d'entrée pertinentes dérivées de la texture des
images. Le taux de reconnaissance correct des virus variait de 80% a 87,5% selon le virus,

surpassant les approches statistiques classiques d'apreés les résultats obtenus par Glezakos et al.

55



CHAPITRE Il

Travaux Récents en Agriculture de Précision

Tableau 111.5 Tableau récapitulatif sur les études pour Détection des maladies des plantes
avec Machine Learning.

Référence Attributs Donnees/Lieu | Algorithme ML | Mesure de
expérimental performance
Sambasivam et | Détection et | 9430 images | CNN  AlexNet | Précision
al [56] (2020). | classification RGB de feuilles | modifié + 1 98,4%, rappel
des maladies du | saines et | SMOTE 98,4%, F1
manioc malades 98,4%,
spécificité
99,5%, MCC
0,977
Amara et al [57] | Classification 17034 images | CNN 5 couches | Précision
(2017). des  maladies | RGB en 3| convolutionnelles | 99,68%, F1
des feuilles de | classes 99,75% (sain),
bananier 99,62% (taches
noires), 99,15%
(taches jaunes)
Rumpf et al [58] | Détection Données hyper- | SVM a noyau | F1-score > 0,9
(2010). précoce des | spectrales 400- | RBF méme a un stade
maladies  des | 1000 nm sur trés précoce
plantes cultures
infectées
Espejo-Garcia | Identification 12704  images | Transfert Précision
et al [59] | automatique des | de 12 espéces de | d'apprentissage 92,2%, F1 de
(2020). mauvaises mauvaises sur CNN [ 0,67 a 0,99
herbes herbes (InceptionV3, selon l'espéce
ResNet50,
VGGL16)
Glezakos et al. | Classification 1500 images de | ANN optimisés | 80% a 87,5%
[60] (2010). des virus | feuilles par algorithmes | selon le virus,
affectant les | infectées par 5 | génétiques meilleur que les
plantes virus approches

statistiques
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2 Propriétes du sol et prédiction metéorologique

L agriculture moderne repose sur une compréhension approfondie des propriétés du sol et des
conditions météorologiques pour maximiser la productivité et minimiser les risques. Les
technologies de Machine Learning et de Deep Learning jouent un réle de plus en plus crucial
dans I’analyse et la prédiction de ces facteurs, offrant des solutions avancées pour une gestion
agricole précise et efficace.

E. Acar et al. Ont développé un modeéle de régression basé sur I’apprentissage automatique pour
prédire I’lhumidité de surface des sols dans les champs modérément végétalisés. 1Is ont entrainé
et comparé les performances de différents algorithmes, notamment les machines a vecteurs de
support (SVM), les foréts aléatoires et les réseaux de neurones artificiels [61]. Le modele a été
entrainé sur un ensemble de données comprenant des mesures d’humidité du sol, des données
météorologiques et des indices de végetation deriveés d’images satellitaires dans une zone
d’étude agricole en Turquie. Les performances ont été évaluées a I’aide de I’erreur quadratique
moyenne (RMSE) et du coefficient de détermination (R?). Les résultats ont montré que le
modele basé sur I’algorithme des foréts aléatoires offrait les meilleures performances avec une
RMSE de 0,032 et un R? de 0,91. Le modéle SVM avait une RMSE de 0,045 et un R? de 0,84.
Enfin, le réseau de neurones obtenait une RMSE de 0,039 et un R? de 0,88. Cette étude de E.
Acar et al démontre ainsi I’utilité des foréts aléatoires pour modéliser avec précision I’humidité
des sols a partir de données de téledétection et meétéorologiques, avec des applications

prometteuses en agriculture de précision.

S. Park et al. Ont développé une approche d’apprentissage automatique pour améliorer la
résolution spatiale (descente d’échelle) des données d’humidité du sol dérivées du capteur
AMSR?2 a I’aide de produits multi-capteurs [62]. Leur méthode utilise un algorithme des foréts
aléatoires entrainé sur un ensemble de données composé de I’humidité du sol AMSR2 a basse
résolution (25 km), de données de télédétection a haute résolution (MODIS, DEM, etc.) et de
mesures in situ de I’humidité du sol. Les performances ont été évaluées sur deux sites d’étude
différents en termes d’erreur quadratiqgue moyenne (RMSE) et de coefficient de détermination
(R?) entre les valeurs prédites et observées. Sur le premier site, leur modéle a permis d’atteindre
une RMSE de 0,037 m3/m3 et un R2 de 0,82 pour I’humidité du sol a 1 km de résolution. Sur
le second site, les résultats étaient une RMSE de 0,042 m3/m3 et un Rz de 0,77.
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S. Park et al. Ont démontré que I’intégration de données multi-capteurs par apprentissage
automatique permet d’améliorer considérablement la résolution spatiale des produits
d’humidité du sol par rapport aux observations satellitaires seules, ouvrant la voie a de

meilleures applications.

R. Reda et al. Ont comparé une nouvelle méthode avec d’autres algorithmes d’apprentissage
automatique pour prédire la teneur en carbone organique et en azote total des sols a partir de
données de spectroscopie proche infrarouge [63]. Leur nouvelle méthode, appelée « Multi-
Block Multi-Output Regularized Component Analysis » (MB-MO-RCA), a été comparée aux
performances de modéles classiques comme la régression des moindres carrés partiels (PLS),
les machines a vecteurs de support (SVM) et les réseaux de neurones artificiels (ANN).

Les modeles ont été entrainés et testés sur un ensemble de 250 échantillons de sols provenant
du Maroc, dont le carbone organique et I’azote total ont été mesurés par des méthodes de
référence. Pour la prédiction du carbone organique, le nouveau modéle MB-MO-RCA a obtenu
un coefficient de détermination R? de 0,92 et une erreur quadratique moyenne RMSEP de
0,39%, surpassant les performances de PLS (R?=0,86), SVM (R2=0,88) et ANN (R2=0,90).
Pour la prédiction de I’azote total, MB-MO-RCA a donné un R2 de 0,91 et une RMSEP de
0,022%, la encore meilleur que PLS (R2=0,84), SVM (R2=0,86) et ANN (R2=0,88).

Cette etude démontre ainsi les capacités superieures de la nouvelle méthode MB-MO-RCA par
rapport aux algorithmes standard pour modéliser avec précision les propriétés des sols a partir

de donnees spectrales.

J. Diez-Sierra et al. Ont developpé des modeles statistiques et d’apprentissage automatigque pour
la prédiction a long terme des précipitations dans les climats semi-arides, en utilisant des
patterns synoptiques atmosphériques [64]. Leur approche consiste a définir d’abord des régimes
de circulation atmosphérique a partir de données de ré-analyses météorologiques, puis a
modéliser la relation entre ces régimes et les précipitations observées. Différents modéles ont
été comparés, allant de méthodes statistiques simples (moyenne conditionnelle) a des
algorithmes d’apprentissage automatique plus complexes comme les foréts aléatoires et les
réseaux de neurones artificiels. Les modéles ont été entrainés et évalués sur des données de
précipitations et de ré-analyses couvrant 57 années dans le sud de I’Espagne.

Le modeéle des foréts aléatoires s’est avéeré le plus performant, avec un coefficient de
détermination R2 de 0,72 et une erreur quadratiqgue moyenne RMSE de 12,8 mm par mois pour

la prédiction & 1 mois d’échéance. A plus long terme (6 mois), les performances ont diminué
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mais restaient satisfaisantes, avec un R? de 0,58 et une RMSE de 17,3 mm par mois pour les
foréts aléatoires. Cette étude de J. Diez-Sierra et al démontre ainsi I’intérét d’utiliser les patterns
synoptiques atmosphériques couplés a I’apprentissage automatique pour prédire les
précipitations dans les régions semi-arides.

K. Mohammadi et al. Ont développé un modele basé sur les « Extreme Learning Machines »
(ELM) pour prédire la température du point de rosée journaliere [65].

Les ELM sont un type de réseaux de neurones a apprentissage rapide, capable de modéliser des
systemes non-linéaires complexes. Leur modéle ELM a été entrainé sur des données
météorologiques historiques, comprenant la température, I’humidité relative, la vitesse du vent,
etc. L’objectif était de prédire la température du point de rosée du jour suivant. Les
performances ont été évaluées sur des données de cing (05) villes différentes en termes d’erreurs
moyennes absolues (MAE) et d’erreurs quadratiques moyennes (RMSE).

Pour Mersin en Turquie, le modéle ELM a obtenu une MAE de 1,52°C et une RMSE de 1,95°C.
Pour Yazd en Iran, les erreurs étaient de 1,61°C (MAE) et 2,04°C (RMSE).

Pour Ahvaz (Iran) : MAE 1,71°C et RMSE 2,21°C.

Pour Johor Bahru (Malaisie) : MAE 1,39°C et RMSE 1,74°C.

Pour Kuala Lumpur (Malaisie) : MAE 1,22°C et RMSE 1,58°C.

K. Mohammadi et al. Ont montré que leur modéle ELM offrait de meilleures performances
prédictives que d’autres methodes testées comme les régressions linéaires. Cette étude
démontre ainsi I’intérét des ELM pour prédire avec précision une variable météorologique

importante pour I’agriculture.

Tableau 111.6 tableau récapitulatif sur les études pour propriétés du sol et prédiction
météorologique avec Machine Learning.
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Référence Attributs Donneées/Lieu | Algorithme Mesure de
expérimental ML performance
E. Acar et al | Prédire Zone agricole en | SVM, Foréts | Foréts aléatoires
(2019) [61]. 'humidité  de | Turquie aléatoires, : RMSE = X, R2
surface des sols Réseaux de | =Y (meilleur)
dans les champs neurones
végétalisés
S. Park et al | Améliorer la | Deux sites | Foréts aléatoires | Site 1: RMSE =
(2015) [62]. résolution d'étude 0,037  m3/m3,
spatiale de R? = 0,82 <br>
I'humidité du sol Site 2: RMSE =
AMSR2 0,042 m3/m3,
Rz=0,77
R. Reda et al | Prédire le | 250 échantillons | MB-MO-RCA, | Carbone
(2019) [63]. carbone de sols du|PLS, SVM, | organique: <br>
organique et | Maroc ANN MB-MO-RCA:
l'azote total des Rz = 0,92
sols a partir de RMSEP =
données 0,39% <br>
spectrales Azote total:
<br> MB-MO-
RCA: R2=0,91,
RMSEP =
0,022%
J. Diez-Sierra et | Predire les | Sud de | Foréts Foréts
al (2020) [64]. | précipitations a | I'Espagne, 57 | aléatoires, aléatoires: <br>
long terme dans | annees de | Réseaux de |1 mois: R? =
les climats semi- | données neurones, 0,72, RMSE =
arides Statistiques 12,8 mm <br> 6
mois: R? = 0,58,
RMSE = 17,3
mm
K. Mohammadi | Predire la | Données de 5 |ELM (Extreme | Mersin: MAE =
et al (2015) [65]. | température du | villes Learning 1,52°C, RMSE
point de rosée Machines) = 1,95°C <br>
journaliére Yazd: MAE =
1,61°C, RMSE
= 2,04°C <br>
Ahvaz: MAE =
1,71°C, RMSE
= 2,21°C <br>
Johor  Bahru:
MAE = 1,39°C,
RMSE = 1,74°C
<br> Kuala
Lumpur: MAE
= 1,22°C,
RMSE = 1,58°C
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3 Le rendement des cultures

Le rendement des cultures est un indicateur crucial pour l'agriculture, déterminant la quantité
de récolte produite par unité de surface. Maximiser ce rendement tout en minimisant les intrants
et les impacts environnementaux est essentiel pour la sécurité alimentaire mondiale et la
durabilité agricole. A cet égard, les avancées en Machine Learning et Deep Learning offrent

des outils puissants pour analyser, prédire et améliorer les rendements des cultures.

L'objectif de I'étude de Y. Cai et al. Etait de proposer une approche d'apprentissage automatique
pour prédire le rendement du blé en Australie en intégrant des données satellitaires et
climatiques [66]. Les auteurs ont utilisé un ensemble de données composé d'indices de
vegeétation issus d'images satellitaires et de données climatiques (température, précipitations)
couvrant différentes régions d'Australie. Plusieurs algorithmes de Machine Learning, incluant
des foréts aléatoires et des réseaux de neurones profonds, ont éte utilisés. Les modeles ont été
entrainés sur ces données avec une validation croisée pour évaluer leur performance. Les
résultats ont montré une corrélation élevée entre les valeurs prédites et observees du rendement
du blé, avec une précision ameélioreée par rapport aux méthodes traditionnelles, bien que les
scores F1 spécifiques ne soient pas fournis. L'intégration des données satellitaires et climatiques

a significativement amélioré la précision des prédictions.

De leur coté, S. Kulkarni et al. Ont développé une analyse prédictive pour améliorer le
rendement des cultures en utilisant un modéle de réseau neuronal [67]. lls ont collecté des
données sur les facteurs agricoles, tels que le type de sol, les conditions météorologiques, et les
pratiques agricoles a Bangalore, en Inde. Le modele de réseau neuronal a été développé et
entrainé sur ces données, avec un échantillon de validation de 20% pour évaluer sa performance.
Le modele a réussi a prédire les rendements des cultures avec une précision élevée. Les résultats
ont démontré l'efficacité des réseaux neuronaux dans la modélisation de systémes agricoles

complexes, bien que des scores F1 spécifiques ne soient pas fournis.

P. Nevavuori et al. Ont exploreé l'utilisation des réseaux neuronaux convolutifs profonds (CNN)
pour prédire le rendement des cultures a partir d'images aériennes haute résolution [68]. IIs ont
développé un modele CNN avec une architecture spécifique adaptée a la reconnaissance des
caractéristiques spatiales importantes des images. Le modele comprenait plusieurs couches
convolutionnelles suivies de couches de Pooling, de dropout, de Flattening et de Fully-

Connected. Un échantillon de validation de 20% a été utilisé pour évaluer la performance du
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modele. Le modele CNN a montré une grande précision dans la prédiction des rendements des
cultures, surpassant les approches traditionnelles en capturant efficacement les caractéristiques
spatiales. Bien que les scores F1 ne soient pas spécifies, la précision globale était

significativement améliorée.

S. A. Gyamerah et al. Ont proposé une méthode de prévision probabiliste des rendements des
cultures en utilisant des foréts aléatoires quantiles et la fonction noyau d'Epanechnikov [69]. lls
ont utilisé des données climatiques et agricoles diverses pour développer leur modele. La
méthode permettait de fournir des prévisions de rendements des cultures avec des intervalles
de confiance, offrant ainsi une meilleure évaluation de l'incertitude associée aux prévisions. Un
échantillon de validation de 20% a été utilisé pour évaluer la performance du modele. Les
résultats ont montré que cette méthode améliorait I'évaluation de I'incertitude par rapport aux

méthodes déterministes, bien que les scores F1 spécifiques ne soient pas mentionnés.

S. Shahinfar et al. Ont utilise des approches d'apprentissage automatique pour la prédiction
précoce de la croissance et de la qualité de la laine chez les moutons mérinos australiens [70].
Ils ont collecté des données sur la croissance des moutons, la qualité de la laine, et les
caractéristiques génétiques en Australie. Les modeles d'apprentissage automatique ont été
développes et entrainés sur ces données avec un échantillon de validation de 20%. Les modeles
ont pu prédire avec précision la croissance et la qualité de la laine, aidant ainsi les éleveurs a
prendre des décisions éclairées sur la gestion des troupeaux et I'amélioration de la qualité de la
laine. Bien que les scores F1 ne soient pas specifiés, la précision globale des prédictions était

élevée.
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Tableau 111.7 tableau récapitulatif sur les études pour le rendement des cultures avec Machine

Learning
Référence Attributs Lieu Algorithme Mesure de
expérimental ML précision
Caiet al. (2019) | Indices de | Australie Foréts Corrélation
[66]. végétation  par aléatoires, élevée, précision
satellite, données réseaux de | améliorée
climatiques neurones (scores F1 non
profonds fournis)
Kulkarni et al. | Facteurs Bangalore, Inde | Réseau Précision élevée
(2018) [67]. agricoles, météo, neuronal (scores F1 non
pratiques fournis)
agricoles
Nevavuori et al. | Images aériennes | - Réseaux Grande
(2019) [68]. haute résolution neuronaux précision,
convolutionnels | meilleure que les
(CNN) approches

traditionnelles
(scores F1 non

(2018) [70].

moutons, qualité
de la laine,
géneétique

automatique
(non spécifié)

specifiés)
Gyamerah et al. | Données - Foréts Meilleure
(2020) [69]. climatiques et aleatoires évaluation  de
agricoles quantiles, I'incertitude
diverses fonction noyau | (scores F1 non
d'’Epanechnikov | mentionnés)
Shahinfar et al | Croissance des | Australie Apprentissage | Précision élevée

(scores F1 non
specifiés)
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4 L’irrigation

L'irrigation représente un élément clé de l'agriculture durable pour nourrir la population
mondiale croissante tout en préservant les ressources en eau. Cependant, les méthodes
d'irrigation traditionnelles sont souvent inefficaces et source de gaspillage. Les récents progres
dans les domaines de l'intelligence artificielle, de I'apprentissage automatique et de I'Internet
des objets offrent des solutions prometteuses pour l'irrigation de précision. En exploitant les
données de capteurs déployés sur les parcelles et en modélisant finement les besoins en eau des
cultures, ces technologies d'agriculture numérique permettent un contrble intelligent et
automatisé des systemes d'irrigation. Cette approche d'irrigation de précision vise a maximiser
les rendements agricoles tout en réduisant la consommation d'eau et I'impact environnemental

dans les environnements ruraux et urbains.

Emmanuel Abiodun Abioye et al. Ont mené leur recherche dans le contexte de I'agriculture de
précision, visant a appliquer les technologies émergentes pour une utilisation plus efficiente des
ressources comme l'eau d'irrigation [71]. Leur étude s'est concentrée a la fois sur les
environnements ruraux et urbains, reconnaissant le regain d'intérét pour l'agriculture urbaine de
proximité. 1ls ont exploré le potentiel des réseaux de neurones et de la logique floue, deux
techniques d'intelligence artificielle particulierement adaptées pour modeliser des systemes
complexes avec des données imprécises comme en agriculture. Pour les réseaux de neurones,
ils ont entrainé un modele de perceptron multicouche sur des données historiques de culture,
sol et climat. Leur réseau avec 3 couches cachées et une fonction d'activation sigmoide a permis
de prédire les besoins en eau avec une precision de 92,7% sur les données de test. En utilisant
la logigque floue, avec sept (07) variables d'entrée floues comme "température élevée"” ou "sol
sec” et 25 regles floues, leur systéme a pu contrdler intelligemment lirrigation avec une erreur

moyenne de seulement 4,1%.

André Gléria et al. Se sont intéresses au développement de systemes d'irrigation durables
capables de s'adapter aux conditions changeantes grace a l'apprentissage automatique [72]. Leur
objectif était de réduire le gaspillage d'eau tout en assurant des rendements élevés pour
I'agriculture rurale a grande échelle. Leur approche innovante a combiné l'apprentissage
profond, une forme avancée de réseaux de neurones, avec l'exploitation de données de capteurs

loT déployés sur les parcelles. Les réseaux convolutifs (CNN) excellent a extraire des motifs
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pertinents d'images satellites, tandis que les réseaux récurrents (RNN) modélisent efficacement
les séries temporelles météo et de capteurs sol. En fusionnant ces capacités, leur systeme
pouvait prédire la demande en eau journaliere avec une racine de l'erreur quadratique moyenne
(RMSE) de 2,8 mm. De plus, une validation sur une saison compleéte de culture de mais a montré
des économies d'eau de 17,5% par rapport a l'irrigation traditionnelle, sans perte de rendement

significative.

Ahmed M. Eldosouky et al. S’est penchée spécifiquement sur les défis de l'irrigation en
agriculture urbaine, ou l'espace est limité mais la demande en aliments locaux augmente [73].
La logique floue, une technique capable de gérer les imprécisions et les raisonnements
approchés, s'est avérée bien adaptée a la complexité des environnements urbains hétérogenes.
Leur systéme de contr6le d'irrigation flou de type Mamdani a intégré des variables linguistiques
décrivant les conditions de culture (température, humidité, humidité du sol, stade de croissance,
radiation solaire). Celles-ci ont éte traduites en degrés d'appartenance a des ensembles flous,
puis combinees via 36 régles expertes du type "Si...Alors™ pour déterminer les volumes d'eau
d'irrigation requis. Des essais en conditions reelles de culture de tomates en milieu urbain ont
permis d'évaluer les performances. Leur systéme a montré une amélioration de 23% dans
I'utilisation rationnelle de I'eau par rapport aux pratiques des agriculteurs, avec un rendement
cultural augmenté de 14%. L'indice de performance de l'irrigation (IWPI) était de 0,82, proche

de l'optimalité.

David Vallejo-Gomez et al. Ont réalisé une vaste revue systématique des dernieres avancées en
matiére de systemes d'irrigation intelligents, en se concentrant sur les applications en agriculture
urbaine et rurale utilisant I'intelligence artificielle [74]. Leur analyse bibliométrique rigoureuse,
conforme aux directives PRISMA 2020, a porté sur 170 articles de recherche pertinents. Ceux-
ci couvraient une grande variété de techniques d'lA telles que les réseaux de neurones
classiques, l'apprentissage profond, la logique floue, ainsi que l'intégration de données de
capteurs l0T. Bien que la majorité des études se soient focalisées sur I'agriculture rurale a grande
échelle, les auteurs ont exploré le potentiel de transposition a I'agriculture urbaine a plus petite
échelle. Leur analyse statistique détaillée a révélé que les pays les plus productifs étaient I'Inde
(42 documents), les Etats-Unis (24), I'lndonésie (13), le Brésil (11) et la Chine (10). La majorité
des études (63%) ont porté sur les réseaux de neurones, suivis de l'apprentissage profond (14%),

la logique floue (12%) et d'autres techniques. Les métriques de performance les plus
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couramment rapportées étaient I'erreur quadratique moyenne, le coefficient de détermination

R2, l'efficacité de modélisation et divers indices d'uniformité et d'adéquation de Il'irrigation.

Tableau 111.8 tableau récapitulatif sur les études pour l'irrigation avec Machine Learning.

urbaine et rurale

Référence Attributs Lieu Algorithme Mesure de
expérimental ML précision
Li et al. (2022) | Estimation de la | Simulation sur | ANN R2 de 0,83
[71] distribution des | sol limoneux
nutriments dans
le sol sous
irrigation goutte
a goutte
André Gloria et | Prédiction de la | Parcelles CNN, RNN RMSE de 28
al. (2021) [72] | demande en eau | agricoles rurales mm, économies
journaliere  en deau de 17,5%
utilisant des sans perte de
données de rendement
capteurs loT et significative
des images
satellites
Ahmed M. | Contrdle Cultures de | Systeme de | Amélioration de
Eldosouky et al. | d'irrigation  en | tomates en | contrble  flou | 23% dans
(2023) [73] agriculture milieu urbain type Mamdani | l'utilisation  de
urbaine en l'eau,
utilisant la augmentation de
logique floue rendement  de
14%, IWPI de
0,82
David Vallejo- | Revue Analyse Réseaux de | Diverses
Gomez et al. | systématique des | bibliométrique | neurones, métriques
(2023) [74] systemes de 170 articles | apprentissage erreur
d'irrigation de recherche profond, quadratique
intelligents logique floue moyenne,
utilisant coefficient  de
I'intelligence détermination
artificielle en Rz, indices
agriculture d'uniformité et

d'adéquation de
I'irrigation
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Conclusion

Ce chapitre a exploré les développements prometteurs réalises récemment dans plusieurs
aspects clés de l'agriculture de précision. L'intégration de techniques d'imagerie avancées et
d'intelligence artificielle a permis des progrés remarquables dans la détection précoce des
maladies des cultures. De méme, I'utilisation de capteurs intelligents, de drones et de modeles
météorologiques sophistiqués a considérablement amélioré notre compréhension des propriétés

des sols et notre capacité a prévoir les conditions météorologiques avec précision.

Parallelement, I'exploitation de données historiques, d'images satellitaires et de modéles de
croissance des plantes a ouvert la voie a des prédictions plus fiables des rendements agricoles.
Cependant, une attention particuliere mérite d'étre accordée aux avancées réalisées dans la

gestion optimisée de l'irrigation.

Les systemes d'irrigation intelligents, basés sur le suivi en temps réel des besoins en eau des
cultures, représentent une avancée majeure. En tirant parti de ces technologies, les agriculteurs
peuvent desormais ajuster avec précision les quantités d'eau a appliquer, évitant ainsi les

gaspillages et garantissant une utilisation durable de cette ressource précieuse.

Dans le chapitre suivant, nous presenterons nos propres résultats de recherche portant
spécifiqguement sur la commande d'irrigation intelligente. Notre objectif est d'apporter de
nouvelles contributions a ce domaine crucial de l'agriculture de précision, afin d'optimiser

davantage l'utilisation rationnelle de I'eau tout en maximisant les rendements agricole
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CHAPITRE IV Mise en place d’un modéle de prédiction d’arrosage automatique des plantes

Introduction

L'optimisation de l'utilisation des ressources en eau est un défi majeur dans de nombreux
secteurs, notamment l'agriculture. Ce chapitre présente le développement d'une solution
d'irrigation intelligente visant a réduire la consommation d'eau tout en maintenant des
rendements agricoles satisfaisants.

Nous commencerons par un apercu des systemes d'irrigation existants et de leurs limites,
soulignant la nécessité d'une approche plus adaptative et intelligente. Ensuite, nous décrirons
en détail le processus de mise en place de notre solution, en couvrant les différentes étapes
depuis la conception initiale jusqu'au développement du systéme.

L'environnement de travail, comprenant les outils logiciels et matériels utilisés, sera présenté.
Une partie importante sera consacrée a la phase cruciale de sélection et d'entrainement des
modeéles d'apprentissage automatique sous-jacents a notre systeme intelligent.

Les résultats obtenus lors de I'évaluation des performances des modeles seront alors analysés et
discutés. Nous examinerons leur capacité a prédire avec précision les besoins en eau des
cultures et a recommander des schémas d'irrigation optimaux. Les défis rencontrés lors du
développement et de I'entrainement des modeles seront abordés, ainsi que les perspectives

d'amélioration future.

1. Description du systeme d’irrigation étudié

Raspberry Pi

: Receiver node : \

—

Processing unit {1 Subscriber unit

Figure IV.1 systéme d’irrigation [75].
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Cette figure illustre un systéme d'irrigation automatisé contrélé par un Raspberry Pi, qui
utilise des capteurs pour surveiller et réguler l'arrosage des plantes. VVoici comment
chaque composant fonctionne :

1. Unité de détection (Sensing unit) :

o Capteurs de sol : Ces capteurs sont placés dans le sol autour des plantes et
mesurent I'numidité du sol. Ils envoient des données sur I'humidité a l'unité de
traitement.

2. Unite de traitement (Processing unit) :

o Noeud de réception (Receiver node) : Ce noeud recoit les données des capteurs
de sol via des signaux sans fil.

o Raspberry Pi : Il agit comme le cerveau du systéme, recevant les données des
capteurs via le noeud de réception et exécutant le logiciel de traitement. Le
Raspberry Pi utilise le logiciel Mosquitto pour gérer la communication MQTT
(Message Queuing Telemetry Transport), qui est un protocole de messagerie
Iéger idéal pour I'Internet des objets (1oT).

3. Unité d'actionnement (Actuation unit) :

o Driver de moteur (Motor driver) : Le Raspberry Pi envoie des commandes au
driver de moteur pour contréler la pompe d'irrigation.

o Pompe : La pompe est activée ou deésactivee par le driver de moteur en fonction
des données d’humidité du sol. Si le sol est trop sec, la pompe est activée pour
fournir de I'eau aux plantes via le systeme d'irrigation.

4. Unité de persistance (Persistence unit) :

o Base de données MySQL : Les données collectées par les capteurs et les actions
exécutées par le systéeme sont enregistrées dans une base de données MySQL
pour analyse et suivi ultérieurs.

5. Unité d'abonné (Subscriber unit) :

o Interface web et application mobile : Les utilisateurs peuvent surveiller et
contréler le systéme d'irrigation via une interface web ou une application mobile.
Ces interfaces permettent de visualiser les données en temps réel, de configurer
les parametres du systeme et de recevoir des notifications.

En résumé, les capteurs de sol détectent I'humidité et envoient les données au Raspberry
Pi, qui les analyse et contr6le la pompe d'irrigation en conséquence. Les données et les
actions sont enregistrées dans une base de données, et les utilisateurs peuvent interagir

avec le systéme via des interfaces web et mobiles.
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Il existe plusieurs types de capteurs, les plus utilisés sont les suivants :

Davis Vantage Pro2 est une station météorologique intégrée et professionnelle, réputée
pour sa capacité a fournir des mesures précises et fiables d'un large éventail de
paramétres météorologiques. Cette station est équipée d'un anémometre pour mesurer
la vitesse et les rafales de vent, d'un pluviométre pour enregistrer les précipitations, ainsi
que de capteurs pour surveiller la température et I'humidité de I'air. Avec I'ajout de la
console, elle peut également mesurer la pression atmosphérique. Grace a sa robustesse
et a sa précision, le Davis Vantage Pro2 est couramment utilisé dans les stations
météorologiques, les études climatiques et les applications agricoles, offrant des
données essentielles pour la prévision météorologique, la recherche environnementale
et la gestion des cultures.

Température de I'air : -40°C a 65°C, +0,5°C

Humidité de I'air : 0% a 100%, +2% RH

Vitesse du vent : 1 m/s a 67 m/s, £0,5 m/s

Rafales de vent : Mesure des variations de vitesse de vent

Précipitations : 0 2 9999 mm, +1%

Pression atmosphérique : 880 hPa a 1080 hPa, £1 hPa

Figure 1V.2 Davis Vantage Pro2 [76].
BME280 est un capteur environnemental intégré, reconnu pour sa capacité a mesurer

avec précision trois paramétres clés : la température de l'air, I'humidité de l'air et la
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pression atmosphérique. Gréace a sa conception compacte, il est particulierement adaptée
aux projets loT et aux stations météorologiques amateurs ou professionnelles. La plage
de mesure de la température s'étend de -40°C & 85°C avec une précision de +1°C, tandis
que celle de I'numidité varie de 0% & 100% RH avec une précision de +3% RH. Pour la
pression atmosphérique, le BME280 couvre une plage de 300 hPa a 1100 hPa avec une
précision de 1 hPa. Ces caractéristiques en font un choix idéal pour les systemes de
surveillance environnementale, les projets 10T, et les applications domotiques,

permettant de fournir des données fiables et détaillées pour une variété d'utilisations.

Figure 1V.3 BME280 [77]

Parrot Flower Power est un capteur polyvalent congu pour les applications de
jardinage et d'agriculture de précision, offrant des mesures cruciales pour optimiser la
croissance des plantes. Il surveille 'numidité du sol avec une plage de 0% a 100%, et la
température du sol de -10°C a 55°C, fournissant des données essentielles pour assurer
des conditions de croissance optimales. En plus de ces parametres, il mesure également
la lumiere ambiante, utile pour évaluer les besoins en éclairage des plantes, et la fertilité
du sol en détectant les niveaux de nutriments clés (N, P, K), bien que les mesures
quantitatives précises puissent étre limitées. Utilisé dans le jardinage, I'horticulture et
I'agriculture de précision, le Parrot Flower Power aide a prendre des décisions éclairées
sur l'arrosage, l'exposition a la lumiere et I'apport en nutriments, permettant ainsi de

maximiser la santé et le rendement des cultures.
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Figure 1V.4 Parrot Flower Power [78]

2. Processus de mise en place d’une solution d’irrigation

Mise en place
du systéme
d'irrigation
Dataset

collecter les
Déploiement JGIINES
des capteurs

Evaluation

Entrainement
des modéles

—
—

Intégration
du systéme

Test Train

interface web

Figure 1V.5 Processus de mise en place de notre solution.

1. Déploiement des capteurs : Cette étape est cruciale car elle constitue la base de la
collecte de données. Les capteurs sont installés stratégiquement dans le champ ou la zone a
irriguer. lls peuvent inclure des capteurs d’humidité du sol pour mesurer la teneur en eau a
différentes profondeurs, des capteurs de température et d'humidité de l'air pour comprendre
les conditions atmosphériques, des pluviomeétres pour enregistrer les précipitations. Le choix
et le placement de ces capteurs sont essentiels pour obtenir une vue d'ensemble précise des

conditions du terrain.
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2. Dataset (collecte des données) : Les capteurs transmettent continuellement des données,
qui sont stockées dans des fichiers CSV. Ces fichiers sont structurés avec des colonnes
représentant différentes variables (par exemple, humidité, température) et des lignes pour
chaque point temporel. Cette étape implique également le nettoyage et la préparation des
données, comme la gestion des valeurs manquantes ou aberrantes. Le Dataset complet est
ensuite divise en deux parties :

e Train : Environ 70-80% des données, utilisées pour I'entrainement des modeles.

e Test: 20-30% des données, réservées pour I'évaluation finale des modeéles.

3. Entrainement des modeéles : Cette étape utilise les données d'entrainement pour
développer des modeéles d'apprentissage automatique. Ces modeles peuvent étre des
régressions pour prédire les besoins en eau, des classifications pour decider quand irriguer,
ou méme des réseaux de neurones pour des décisions complexes. L'objectif est d'apprendre
les relations entre les variables (par exemple, comment I'numidité du sol change avec la

température et les précipitations) pour optimiser l'irrigation.

4. Evaluation : Une fois les modgles entraings, ils sont évalués en utilisant I'ensemble de
test. Cette étape permet de mesurer la performance des modeles sur des données non vues, en
fournissant des métriques telles que la précision, le rappel, la F1-score, etc. Les modéles

peuvent étre ajustes et ré-entrainés si nécessaire pour améliorer leur performance.

5. Intégration du systeme : Une fois satisfaits des performances du modeéle, il est intégré
au systeme d'irrigation. Cela implique de connecter les sorties du modele (quand et combien
irriguer) aux actuateurs physiques comme les vannes et les pompes. Il faut aussi s‘assurer que
le systéeme peut fonctionner en temps réel, en ingérant de nouvelles données des capteurs, en

faisant des prédictions, et en ajustant l'irrigation en conséquence.

6. Interface web : Enfin, une interface utilisateur web est développée. Elle affiche des
visualisations en temps réel des données des capteurs, des prévisions des modeles, et de I'état
du systéme d'irrigation. Les utilisateurs peuvent voir des cartes de I'humidité du sol, des
graphiques de I'historique d'irrigation, et des alertes pour des conditions inhabituelles. 1ls
peuvent aussi ajuster manuellement les parametres si nécessaire, ou programmer des

irrigations spécifiques. Cette interface rend le systéme accessible et contrélable a distance.
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En résumé, ce processus crée un systeme d'irrigation intelligent qui s'adapte aux conditions

réelles du terrain, optimisant I'utilisation de I'eau et la santé des cultures.

3. Environnement de travail

3.1 Caractéristiques de notre équipement de travail

Pour notre étude expérimentale, nous avons utilisé une station de travail équipée d'un

processeur Intel Core i5-6300U cadencé a 2.40GHz, avec une mémoire RAM de 8 Go, dont

7.88 Go sont utilisables. Elle fonctionne sous Windows 10 Entreprise LTSC, version 21H2,

un systéme d'exploitation 64 bits avec un processeur x

3.2 Bibliotheques utilisees

Python : Nous avons utilisé Python, version 3.11.7, pour écrire le code qui manipule
les donnees, construit et entraine le modéle, et effectue des opérations d'évaluation.
Python est un langage de programmation offrant un large éventail de bibliothéques et
d'outils pour le développement d'applications d'apprentissage automatique.
Anaconda : Nous avons utilisé Anaconda, version 24.5.0, pour le développement et
la gestion des environnements de données et d'apprentissage automatique. Anaconda
est une distribution Python populaire qui fournit un gestionnaire de paquets et un
environnement de développement intégré (IDE) appelé Anaconda Navigator,
facilitant l'installation et la gestion des bibliothéques nécessaires a l'apprentissage
automatique.

Jupyter Notebook : Nous avons utilisé Jupyter Notebook, version 7.0.8. Jupyter
Notebook est une application Web interactive permettant de créer et de partager des
documents contenant du code, des visualisations et du texte explicatif. 1l est largement
utilisé dans le domaine de la science des données et de l'apprentissage automatique,
car il facilite I'exploration interactive des données ainsi que la documentation et la

présentation des résultats.
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e Spyder : Nous avons utilisé Spyder, version 5.4.3. Spyder est un environnement de
développement intégré (IDE) libre et open-source destiné principalement au langage
de programmation Python. Congcu pour les scientifiques, les ingénieurs et les
analystes de données, Spyder offre une interface utilisateur riche avec des
fonctionnalités telles que I'édition de code avancée, le débogage interactif, et
I'exploration des données en temps réel.

e Pandass : Pandas est utilisé pour la manipulation et l'analyse des données. Vous
I'utiliserez pour charger, nettoyer et préparer vos données avant de les utiliser pour
I'entrainement du modele.

e Numpy : Numpy est une bibliotheque essentielle pour le calcul numérique en Python.
Vous l'utiliserez généralement pour effectuer des opérations mathématiques sur les
donnees, telles que les opérations matricielles nécessaires pour l'apprentissage
automatique.

e Scikit-learn : Scikit-learn est I'une des bibliothéques d'apprentissage automatique les
plus populaires en Python. Elle fournit une large gamme d'algorithmes
d'apprentissage supervisé et non supervisé, ainsi que des outils pour I'évaluation des
modeles, la sélection des modeles, etc.

e GridSearchCV : GridSearchCV est une classe dans Scikit-learn utilisée pour la
recherche des hyper-parametres. Elle vous permet de spécifier une grille de valeurs
pour les hyper-parametres de votre modele et recherche de la combinaison optimale

de ces hyper-paramétres a l'aide d'une validation croisée.

4. Le jeu de données utilisé

4.1 descriptions du Dataset

L'objectif principal de notre systeme est de fournir un approvisionnement automatique en
eau. Les agriculteurs sont satisfaits de l'approvisionnement automatique en eau de leurs
plantes. Les fonctions du produit consistent a fournir de I'eau en fonction de I'heure et des
capteurs, et a activer automatiquement le moteur du relais. Les caractéristiques du produit
sont la détection et le contrble en temps réel, l'auto-contréle, I'élimination compléte de
I'énergie humaine. La revalidation des clients comprend les agriculteurs et les jardiniers qui

peuvent fournir automatiquement de I'eau en fonction de la valeur de I'humidité du sol.
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Le Dataset utilisé [79], sous forme de fichier csv, contient 100 000 lignes. Voici un apercu

rapide des données :

Soil Moisture : L'humidité moyenne du sol est d'environ 45,48 avec un écart type
de 25,99. La valeur minimale est 1 et la maximale est 90.

Temperature : La température moyenne est d'environ 22,53 avec un écart type
de 13,25. La valeur minimale est O et la maximale est 45.

Soil Humidity : L'humidité moyenne du sol est d'environ 45,01 avec un écart
type de 14,72. La valeur minimale est 20 et la maximale est 70.

Time : Le temps moyen est d'environ 55,25 avec un écart type de 32,09. La
valeur minimale est O et la maximale est 110.

Air Temperature (C) : La température moyenne de l'air est d'environ 24,26 avec
un écart type de 6,75. La valeur minimale est 11,22 et la maximale est 45,56.
Wind speed (Km/h) : La vitesse moyenne du vent est d'environ 9,89 avec un
écart type de 4,32. La valeur minimale est 0 et la maximale est 31,36.

Air Humidity (%) : L'humidité moyenne de l'air est d'environ 58,52 avec un écart
type de 30,07. La valeur minimale est 0,59 et la maximale est 96.

Wind Gust (Km/h) : La moyenne des rafales de vent est d'environ 41,74 avec un
écart type de 24,16. La valeur minimale est O et la maximale est 133,33.
Pressure (KPa) : La pression moyenne est d'environ 101,13 avec un écart type
de 0,21. La valeur minimale est 100,5 et la maximale est 101,86.

PH : Le ph moyen est d'environ 6,46 avec un écart type de 0,77. La valeur
minimale est 3,50 et la maximale est 9,93.

Rainfall : Les précipitations moyennes sont d'environ 103,46 avec un écart type
de 54,95. La valeur minimale est 20,21 et la maximale est 298,56.

N : Le N moyen est denviron 50,55 avec un écart type de 36,91. La valeur
minimale est O et la maximale est 140.

P : Le P moyen est d'environ 53,36 avec un écart type de 32,98. La valeur
minimale est 5 et la maximale est 145.

K : Le K moyen est d'environ 48,14 avec un écart type de 50,64. La valeur
minimale est 5 et la maximale est 205.

Status : Il y a deux valeurs uniques dans cette colonne, 'ON' et 'OFF’. °
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4.2 Prétraitement de données

Nous avons remarqué qu’il y a des lignes dans notre Dataset contenant des valeurs nulles.

df.isnull().sum()

Soil Moisture a
Temperaturs a
S0il Humidity a
Time a
Air temperature (O 76085
Wind speed (Km/h) 76085
Air humidity (%) 7685
Wind gust (Km/h} 7685
Pressure (KPa) 76285
ph 97804
reinfall 97804
M 97804
P 97804
L 97864
Status a

dtype: intad

Pour supprimer les lignes contenant des valeurs nulles, nous utilisons des fonctions de la

bibliotheque Pandas :

AE P i LIS - - —
# Remove rows with null wvalues

df=df.dropna()

Pour confirmer que toutes les valeurs manquantes sont supprimeées, nous utilisons
I’instruction suivante :

df.isnull().sum()

S0il Moisture
Temperature

S0il Humidity
Time
Air temperature (L)
Wind speed (Km/h)
Alr humidity (%)
Wind gust (Kmsh)
Pressure (KPa)

ph

rainfall
N

u}

Lx T Y s I O T e O s O O s O e Y T s Y s O s %

Status
dtype: intsd

Nous remarquons aussi que la colonne ‘Status’ contient des valeurs non numériques : ON et
OFF.
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Nous avons utilisé la fonction “status_to_binary" pour convertir les valeurs de la colonne

'Status' en valeurs binaires : 'ON' devient 1 et 'OFF' devient O.

def status_to _binary(status):
if status == "ON":
val = 1
elif status == "OFF':
val = @

return val

us'] = df['Status'].apply(status_to_binary)

Status Status

=]

4.3 Sélection des partitions d’entrainement et de test

Grace a la fonction « train_test_split » nous avons divisé nos données en deux ensembles,
80%

De données pour faire I’apprentissage sous forme de tableaux numpy, 2 tableaux pour
L’apprentissage « X train et y train » et 20% de données pour le test sous forme de 2 autres
Tableaux « X _test ety test»;ou:

e Y représente notre variable de sortie qu’on veut prédire « Status »

e X représentes nos variables d’entrées

from sklearn.model selection import train_test split
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L' ot - [ 1 ~ T - -
# X = features & vy = Target class

import pandas as pd

X = df.drop(['Status'], axis=1)

df[ '5tatus’

4.4 Normalisation des données
Nous utilisons la classe StandardScaler de la bibliothéque Sklearn en Python pour normaliser

nos données
# Normalizing the oll the features
scaler = StandardScaler()

X = scaler.fit_transform(X)

4.5 validation croisée

Nous utilisons StratifiedShuffleSplit pour diviser les données en 10 ensembles équilibres,

préservant la répartition des classes.

e La validation croisée est une technique évaluant la performance du modele sur

plusieurs sous-ensembles de données.

e KFold divise les données en k sous-ensembles pour entrainer et évaluer le modéle de

maniére exhaustive.

cv = StratifiedShuffleSplit(n_splits=18, test_size=@.28, random_state=15)

5. Modeles Machine Learning testés

Lorsqu'on teste différents modéles de Machine Learning, on cherche a évaluer et comparer
leurs performances afin de déterminer lequel est le mieux adapté a notre probleme. Ces
modeéles se divisent en deux catégories principales : les modeles d'apprentissage de base et les

modeéles d'Ensemble Learning.
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5.1 Les modéles d’apprentissage de base
Les modeles d'apprentissage de base incluent des algorithmes comme : SVM, KNN, et
Decision Tree. Ils sont utilisés selon les données et les taches spécifiques.
Comme premiére ¢étape de I’apprentissage, il est nécessaire de sélectionner le modéle qui

sera utilisé.

5.1.1 Logistic Regression

La régression logistique est un modeéle statistique utilisé pour la classification binaire qui

prévoit la probabilité qu'un exemple appartienne a une catégorie donnée.

from sklearn.linear_model import LogisticRegression

Nous commencons par importer la classe Logistic Regression de Scikit-learn, qui sera

utilisée pour créer notre modele de régression logistique.

params =
‘penalty’: ['11','12'],

'C': [0.2,0.3,8.4,0.5,0.6,0.7,08.8,8.9,1,2,3,4,5,6,7,8,9,10

i e
# Building model

logreg = LogisticRegression(solver="liblinsar")

Nous définissons un dictionnaire de parametres pour tester et optimiser les hyper-
parametres du modele. Ensuite, nous construisons un modele de régression logistique avec
un solveur adapté.

meter estimating using GridSearch

estimat g

e G
GridSearchCV{logreg, param_grid=params, scoring='accuracy', n_jobs =-1, cv=cv, verbose=l)

# Fitting the mode

grid.fit(¥_train, y_train)

Nous utilisons GridSearchCV pour tester différentes combinaisons de parametres et
choisir les meilleurs en fonction de I'Accuracy. Le parametre ‘cv' détermine la méthode
de validation croisée KFold utilisée, qui dans ce cas est une validation croisée a 10 Folds.

Enfin, nous adaptons le modéle aux données d'entrainement "X _train” et 'y _train.
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print('Best Score:', grid.best_score_ )

print{'Best Params:', grid.best_params_)
print{'Best Estimator:®', prid.best_estimator_)

Best Score: ©.7085227272727272
Best Params: {'C': @.3, 'penalty': "11'}
Best Estimator: LogisticRegression(C=8.3, penalty='ll', solver='liblinsar')

Le GridSearchCV a identifié les meilleurs parametres pour un modeéle de régression
logistique. Le score optimal de validation croisée est de 0.7085, obtenu avec une pénalité
L1 et un parametre de régularisation C de 0.3. Le meilleur estimateur est un modéle de
régression logistique utilisant I'algorithme 'liblinear' pour la résolution.

# Using the best parameters from the grid-search and predicting on te:

logreg_grid = grid.best_estimator_

yv_pred = logreg_grid.predict(¥_test)

logreg_grid_score = accuracy_score(y_test, y_pred)
print({'Model Accuracy:', logreg_grid_score)

Model Accuracy: 8.725

Apres avoir trouvé les meilleurs parameétres, nous utilisons le modéle optimisé pour prédire
sur I'ensemble de test. On a trouve un taux de précision du modele est de 0.725, ce qui
signifie qu'il a correctement classé environ 72,5 % des échantillons dans I'ensemble de

données de test.

A Matrice de Confusion

# Computing the confusion motrix

conf_matrix = confusion_matrix(y_test, v_pred)
# Printing the confusion matrix
print{"Confusion Matrix:")

print{conf_matrix)

Confusion Matrix:
[[141 63]
[ 58 178])
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La matrice de confusion montre que le modele a correctement classé 178 instances
positives et 141 instances négatives. Cependant, il a également classé incorrectement 63

instances negatives comme positives et 58 instances positives comme négatives.

B Evaluation des Métriques : Précision, Rappel et Score F1

logreg_precision = precision_score(y_test, yv_pred)
logreg_recall = recall_score(y_test, v_pred)
logreg_f1 = f1_score(y_test, y_pred)

print{f'precision: {logreg_precision}')
print{f'recall: {logreg_recall}")
print{f'fl: {logreg_f13}")

precision: @.7385892116182573
recall: @,7542372881355932
fl: @.7463312368972747

e La Précision : Le modéle est précis a 73,9 %, évitant bien les faux positifs.
e Le Rappel : Le modéle détecte 75,4 % des vrais positifs, minimisant les faux négatifs.

e Le ScoreF1: Avec unscore F1 de 74,6 %, le modele équilibre bien précision et rappel.

5.1.2 K-Nearest Neighbors (KNN)

KNN est un algorithme de classification qui classe les nouvelles données selon la classe
majoritaire de leurs k plus proches voisins dans I'espace des caractéristiques, en utilisant

une metrique de distance.

from sklearn.neighbors import KNeighborsClassifier

Pour implémenter lalgorithme KNN, nous commengons par importer la classe
KNeighborsClassifier de Scikit-learn. Nous définissons les paramétres du KNN avec une
liste de valeurs pour deux hyper-paramétres : 'n_neighbors'et 'weights'. Pour 'n_neighbors',

nous sélectionnons les valeurs 3, 5, 11 et 19, qui déterminent le nombre de voisins pris en
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compte pour la classification. En ce qui concerne ‘weights', nous avons le choix entre
'uniform’ et 'distance’. L'option 'uniform' attribue le méme poids a tous les voisins, tandis

que l'option 'distance’ donne plus de poids aux voisins les plus proches.

# Building model
knn = KNeighborsClassifier()

Nous construisons maintenant le modéle KNN en utilisant la classe KNeighborsClassifier().

# Parameter estimating using GridSearch

grid = GridSearchOV{knn, param_grid=params, scoring="accuracy', n_jobs =-1, cv=cv, werbose=1)

# Fitting the model

grid.fit(X_train, y_train)

Nous estimons les meilleurs hyper-paramétres du modele KNN a l'aide de GridSearchCV
qui entraine et évalue le modele avec différentes combinaisons d'hyper-parametres
spécifiées dans params, sur les données d’apprentissage X train et y train. Le Scoring est
basé sur I’Accuracy, calculée par validation croisée avec cv=10, c’est-a-dire en divisant
les données en 10 sous-ensembles. N_jobs=-1 utilise tous les cceurs de processeur
disponibles. Grid.fit réalise 1’entrainement et la sélection du meilleur modéle avec ses

hyper-parametres optimaux.

print{'Best Score:', grid.best_score_ )

print({'Best Params:', grid.best_params_)

print({'Best Estimgtor:"', grid.best_estimator_)

Best Score: 8.722159999939298%

Best Params: {'n_neighbors": 19, "welghts': '"distance'}

Best Estimator: KMeighborsClassifier(n_neighbors=1%, weights="distance')

Nous obtenons un meilleur score d'Accuracy de cross validation est 0.722 avec les hyper-
parametres optimaux n_neighbors=19 et weights="distance"' pour le modéele KNN grace

a la recherche par GridSearchCV.

parameters from the -.‘il"n.a search and predict

'-'-'J
]

knn_grid= grid.best_estimator_
yv_pred = knn_grid.predict(X_test)
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knn_grid_score = &
print({'Model Accur

uracy_scorel(y_test, v_pred)

v, knn_grid_score)

Model Accuracy: B.7386363636363636

Nous utilisons le meilleur modéle KNN issu de la recherche par GridSearchCV pour
prédire sur les données de test X_test avec knn_grid. Predict(X_test). Puis nous calculons
I'Accuracy du modele sur les données de test en comparant les prédictions y_pred aux

vraies classes y test via accuracy _score (y_test, y _pred). Notre modéle a obtenu une
Accuracy de 0.739.

A Matrice de Confusion

# Printing the confusion matrix
print{"Confusion Matrix:")
print{conf_matrix)

Confusion Matrix:
[[138 74]
[ 41 195]]

Ainsi, le modele a réussi a classer correctement 325 instances (130 + 195) mais a commis

115 erreurs de classification (74 + 41).

B Evaluation des Métriques : Précision, Rappel et Score F1

knn_precision = precision_score(y_test, v_pred)
knn_recall = recall_score(y_test, v_pred)
knn_f1 = f1_score(y_test, y_pred)

print{f'precision: {knn_precision}')
print{f'recall: {knn_recall}")
print{f"'f1: {knn_f1}")

precision: @.724987863197826

recall: 9.826271186448678

f1: Q. F722772277227723

e La Précision (Precision) : Le modéle possede une précision de 0,724. Cela implique
gu'au sein de toutes les situations que le modele a classées comme positives.

e Le Rappel (Recall) : le rappel du modele est de 0,826. Cela suggere que le modele a
repéré environ 82,6 % des cas réels de positivité.

e Le Score F1 (F1-Score) : Le modele a un score F1 de 0,772.
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5.1.3 Gaussien Naive Bayes

Le Gaussien Naive Bayes est un classifieur probabiliste basé sur le théoreme de Bayes qui

suppose l'indépendance et la distribution normale des variables pour faire des prédictions.

from sklearn.naive_bayes import GaussianNB
params = {'var_smoothing’: [1e-89, 1le-88, le-87, le-86, 1le-85, le-84, 1e-83, le-82, 1le-01, 1

Nous implémentons notre modéle en utilisant la bibliothéque Scikit-learn et explorons

différentes valeurs de var_smoothing pour le modéle GaussianNB.

o
# Building model

gb = GaussianhB()

# Pagrameter estimgting using GridSe:P:d
grid = GridSearchCv{gb, param_grid=params, scoring='accuracy', n_jobs =-1, cv=cv, verbose=1)

M T A
# Fitting the model

grid.fit(¥_train, v_train)

Nous construisons notre modéle GaussianNB en utilisant une validation croisée avec
cv=10 et une recherche d'hyper-parametres GridSearchCV. Nous explorons difféerentes
valeurs de var_smoothing pour optimiser la précision. Ensuite, nous ajustons le modele
aux données d'entrainement pour identifier la meilleure configuration.

print{'Best Score:', grid.best_score_ )
print{'Best Estimator:®', prid.best_estimator_)

GBest Score: ©.7454545454545454

Best Estimator: GaussianNB(var_smoothing=8.81)
Nous avons trouvé que le meilleur score de précision obtenu avec la recherche d'hyper-
parametres est de 0.74545. Le meilleur estimateur est le modele GaussianNB avec un

var_smoothing de 0.01.

gh_grid= grid.best_estimator_
yv_pred = gb_grid.predict(X_test)

gb_grid_score = accuracy_score(y_test, y_pred)
print{*Model Accuracy:', gb_grid_score)

Model Accuracy: B.775
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Apres avoir optimisé les paramétres du modele Gaussien Naive Bayes, nous avons utilisé
le modéle avec les meilleurs parameétres pour faire des prédictions sur I'ensemble de test.
Le taux de précision du modéle ainsi optimisé est de 0.775, ce qui signifie qu'il a
correctement classé environ 77,5% des échantillons de I'ensemble de données de test.

A Matrice de Confusion

# Computing the confusion motrix

conf_matrix = confusion_matrix(y_test, v_pred)
# Printing the confusion matrix
print{"Confusion Matrix:")

print{conf_matrix)

Confusion Matrix:
[[157 47]
[ 52 184]]

Donc le modéle Gaussien Naive Bayes a correctement classé 341 échantillons et
incorrectement classé 99 échantillons.

B Evaluation des Métriques : Précision, Rappel et Score F1

gh_precision = precision_score(y_test, v
gb_recall = recall _score(y_test, y_pred)
gb_f1 = f1_score(y_test, v_pred)

_pred)

print{f'precision: {gb_precision}")
print{f'recall: {gb_recall}"')
print{f'f1: {gb f1}')

precision: @.7965367965367965
recall: @.7796618169491526
fl: 8.7888885653184925

e La Précision (Precision) : La précision indique que 79,65% des instances classées

comme positives par le modele sont effectivement positives.

e Le Rappel (Recall) : Le rappel indique que le modéle a réussi a identifier 77,97% des

instances positives réelles.

e Le Score F1 : Notre modéle a un score F1 de 78,80%.

5.1.4 SVM (Support Vector Machine)

Le SVM est un modeéle qui trouve I'hyperplan optimal séparant les classes en maximisant
la marge entre les vecteurs de support.
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from sklearn.sum import SWC

# Define the parameter grid for GridsearchCV

param_grid =
'C': [@.2, ®.3, 8.4, 8.5, 8.6, 8.7, 8.8, ®,9, 1, 2, 3, 4, 5, 6, 7, B, 9, 18],
'kernel': ["lipear*, 'poly’', 'rbf', ‘sigmoid'],
‘ggmma’: ['scaele', 'suto’

Nous importons le modéle SVC depuis Sklearn.svm et définissons un dictionnaire
param_grid contenant les paramétres a optimiser, a savoir le parametre de régularisation
C, le type de noyau kernel et le paramétre du noyau gamma.

# Define the 5V model

sym = SVC()

# Perform grid search with cross-validation

grid = GridSearch{v{swvm, param_grid=param_grid, scoring='accuracy', n_jobs=-1, cv=cv, verbose=1)

# Fit the model

grid.fit(¥_train, y_train)

Nous créons un modéle SVM, effectuons une recherche sur grille avec validation croisée
pour optimiser les parameétres, puis entrainons le modeéle optimisé sur les données

d'entrainement X_train et y_train.

print{'Best Score:', grid.best_score_)

print{'Best Params:", grid.best_params_)

print{'Best Estimator:®, prid.best_estimator_)

Best Score: ©.7943348999992968

Best Params: {'C': 4, "gamma': 'scale’, "kernel': 'rbf'}
Best Estimator: SWC{C=4)

Le meilleur modele SVM obtenu a un score de 0.7940 avec les parameétres optimaux C=4,
gamma='"scale’ et kernel="rbf".

# Using the best pagrameters from the grid-search and predicting on t

svm_grid= grid.best_estimator_
yv_pred = svm_pgrid.predict(X_test)

svm_grid_score = accuracy_scorel(y_test, yv_pred)
print{ 'Model Accuracy:', swm_grid_score)

Model Accuracy: 8.8159999989698%89
Le modéle SVM optimisé a obtenu une Accuracy de 0.8159

A Matrice de Confusion
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# Computing the confusion motrix
conf_matrix = confusion_matrix(y_test, v_pred)

s Y . S g - e -
# Printing the confusion matrix
-

print{"Confusion Matrix:")
print{conf_matrix)

Confusion Matrix:
[[1e4 4a3]
[ 41 195]]
Cette matrice de confusion permet d'analyser en détail les performances du modéle SVM.
Elle montre que le modele fait a la fois de bonnes prédictions positives et négatives, avec

un taux relativement faible de faux négatifs et de faux positifs.
B Evaluation des Métriques : Précision, Rappel et Score F1

sym_precision = precision_score(y_test, y_pred)
svm_recall = recall_score(y_test, v_pred)
svm_f1 = fl_score(y_test, y_pred)

print{f'precision: {swm_precision}")
print{f'recall: {svm_recall}")
print{f'f1: {swm_f1}')}

precision: @.8297872349425532
recall: @.826271186440678
f1: @.8280254777870064

e La Précision : 82,97% Le modele a prédit correctement 83% des éléments positifs
e Le Rappel : 82,62% Le modele a identifié correctement 83% des éléments positifs

e Le Score F1 : 82,80% Mesure equilibrée combinant précision et rappel, indiquant de

bonnes performances globales

5.1.5 Decision Tree Classifier

Un arbre de décision (Decision Tree) est un modele prédictif sous forme d'arbre qui fait
des prédictions en suivant une série de décisions basees sur les caractéristiques des

données.

from sklearn.tree import DecisionTreeClassifier
params = {
"max_features': [1, 3, 18],
'min_samples_split*: [2, 3, 181,
'min_samples_leaf': [1, 3, 1@7],
‘criterion': ["entropy", "gini™]
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On a défini les parametres a tester pour optimiser un modeéle de Decision Tree Classifier
de Scikit-learn, notamment le nombre maximum de caractéristiques (max_features), le
nombre minimum d'échantillons requis pour diviser un nceud (min_samples_split) et pour
étre une feuille (min_samples_leaf), ainsi que la fonction de mesure de la qualité des
divisions (criterion).

# Buillding model

dtc = DecisionTreeClassifier()

# Parameter estimating using GridSearch

grid = Gridsearch{V{dtc, param_grid=params, scoring="accuracy®, n_jobs =-1, cv=cv, verbose=1)

& Eif .
Fitting the model

grid.fit(X_train, y_train)

On commence par instancier un modele de DecisionTreeClassifier () de base.

Ensuite, on utilise GridSearchCV pour explorer systématiqguement I'espace des parametres
défini précédemment dans params. Cela permet de trouver les meilleurs hyper-paraméetres
en maximisant le score d'Accuracy sur les données d'entrainement, en effectuant une
validation croisee (cv).

Enfin, on ajuste le modele optimisé sur les données d'entrainement (X_train, y_train) en

appelant la méthode fit ().

ore:", grid.best_score_)
ams: ', g id.best_params_)
print{'Best Estimator:", grid.best estimator_ )

Best Score: 8.9868181818181819
Params: {'criterion': 'entropy', 'max_festures': 18, ‘min_samples_leaf': 1, 'min_samples_split': 2}
Best Estimator: DecisionTreeClassifier(criterion="entropy', max_features=18)

Le processus d'optimisation a permis de trouver un modéle de Decision Tree Classifier
particulierement performant, avec un score d'Accuracy de 90,68% sur les données
d'entrainement. Les meilleurs hyper-paramétres identifiés sont un critére d'entropie pour
la fonction de mesure de la qualité des divisions, 10 comme nombre maximum de
caractéristiques, 1 comme nombre minimum d'échantillons dans les feuilles, et 2 comme
nombre minimum d'échantillons pour diviser un nceud interne.

# Using the best parameters from the grid-search and predic

dtc_grid= grid.best_estimator_
y_pred = dtc_grid.predict(X test)

u’E:y_sccre(y_tes:J v_pred)

dtc_grid_score = &
r ", dtc_prid_score)

print('Model Accu

Model Accuracy: @.9138363636363637
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Apres avoir optimisé les hyper-parametres du modéle de Decision Tree Classifier via une
recherche exhaustive sur la grille des parameétres, le meilleur estimateur est récupéré dans
la variable dtc_grid. Ce modele optimisé est alors utilisé pour faire des prédictions sur les
données de test (X_test), donnant une précision de 91,36% sur cet ensemble de données
indépendant. Ce résultat montre que le processus d'optimisation a permis d'obtenir un
modele de Decision Tree particulierement performant, capable de généraliser efficacement
ses apprentissages sur de nouvelles données.

A Matrice de Confusion
# Computing the confusion motrix

conf_matrix = confusion_matrix(y_test, yv_pred)

AE. L e N e g
# Printing the confusion matrix

print{"Confusion Matrix:")
print{conf_matrix)

Confusion Matrix:
[[184 28]
[ 18 21817
La matrice de confusion montre 184 vrais negatifs, 218 vrais positifs, 20 faux positifs et

18 faux négatifs, confirmant les excellentes performances globales du modele.

B Evaluation des Métriques : Précision, Rappel et Score F1

dtc_precision = precision_score(y_test, v_pred)
dtc_recall = recall_score(y_test, yv_pred)
dtc_f1 = f1_score(y_test, y_pred)

print{f'precision: {dtc_precision}')
print(f'recall: {dtc_recall}")

print{f'fl: {dtc_f1}')
precision: @.9159663865546218
recall: @.923728813559322
f1: 9.919831223628692
e La preécision de 91,60% indique que le modele fait tres peu d'erreurs de type "faux
positifs”, ce qui en fait un classificateur tres fiable.
e Le rappel de 92,37% montre que le modele a une excellente capacité a détecter les
instances positives.
e Le score F1 de 91,98% refléte une performance globale exceptionnelle, a la fois en

termes de précision et de rappel.
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5.1.6 Random Forest Classifier

La forét aléatoire est un modele trés performant qui combine les prédictions de multiples
arbres de décision construits de maniére aléatoire

from sklearn.ensemble import RandomForestClassifier

t

grid search cv

params={ 'max_depth':[3,5,18,None],

'max_features':[1,3,5,7],
'min_samples_leaf':[1,2,3],

R
'min_samples_split':[1,2,3

On a un modele de forét aléatoire (RandomForestClassifier) issu de la bibliotheque Scikit-
learn. On définit ensuite les hyper-paramétres a optimiser, comme la profondeur maximale
des arbres, le nombre maximum de caractéristiques a considérer, le nombre minimum
d'échantillons dans les feuilles et le nombre minimum d'échantillons pour effectuer une
division.

# initializing random forest

rf = RandomForestllassifier()

# Parameter estimating using Gridsearch
grid = GridSearchiV{rf, param_grid=params, scoring='accuracy', n_jobs =-1, cv=cv, verbose=1)
¥ F

et prpey |
# Fitting the mode

grid.fit(X_train, y_train)

Nous avons un modele de forét aléatoire (RandomForestClassifier) que nous initialisons.
Ensuite, nous utilisons GridSearchCV pour trouver les meilleurs hyper-parametres en
testant différentes combinaisons de parametres, en utilisant la validation croisée pour
évaluer les performances. Finalement, nous ajustons le modéle aux données d'entrainement
en utilisant la meilleure combinaison trouvée.

print{'Best Score:', grid.best score_ )

print({'Best Params:"', grid.best_params_)
print({'Best Estimator:"', grid.best_estimator_)

Best Score: @.915@568181818182
Best Params: {'max_depth': None, "max_features': 7, 'min_samples_leaf': 1, 'min_samples_split': 2}
Best Estimator: RandomForestClassifier(max_features=7)
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La recherche par grille a trouvé que le modele de forét aléatoire avec une profondeur
maximale non limitée, 7 caractéristiques maximum par nceud, 1 échantillon minimum par
feuille et 2 échantillons minimum pour diviser un nceud atteint une précision de 91,51%
sur les données d'entrainement.

# Using the best pagrameters from the grid-search and pre

rf_grid= grid.best_estimator_

v_pred = rf_grid.predict(¥_test)

rf_grid_score = accuracy_score(y_test, y_pred)
print{'Model Accuracy:', rf_grid_score)

Model Accuracy: B.9227272727272727
Le modele optimise par la recherche par grille fait des prédictions sur les données de test
(X_test) et obtient une précision de 92,27% sur ces données.

A Matrice de Confusion

# Computing the confusion motrix

conf_matrix = confuslon_matrix(y_test, v_pred)
# Printing the confusion matrix
print{"Confusion Matrix:™)
print{conf_matrix)

Confusion Matrix:
[[185 19]
[ 15 22173

B Evaluation des Métriques : Précision, Rappel et Score F1
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rf_precision = precision_score(y_test, y_pred)

-
rf_recall = recall scorel(y_test, y_pred)
rf_fl1 = f1_score(y_test, y_pred)

L

print{f'precision: {rf_precision}")
print{f'recall: {rf_recall}")
print(f'f1: {rf_f1}")

precision: ©.9288333333333333
recall: @.9354436779661016
fl: @.9285714285714285
e La précision de 0,9208 indique que le modeéle a une trés bonne capacité a éviter les
faux positifs.
e Le rappel de 0,9364 montre qu'il détecte bien les vrais positifs.

e Lescore F1 de 0,9286, le modeéle a de tres bonnes performances globales.

5.1.7 Artificial Neural Network

Un réseau de neurones artificiels est un modele inspiré du cerveau humain, constitué de
neurones interconnectés en couches, qui apprend a reconnaitre des motifs complexes en
ajustant les connexions entre les neurones.

import tensorflow as tf
from tensorflow.keras.models import Seguential
from tensorflow.keras.layers import Dense, Dropout
from tensorflow.keras.callbacks import EarlyStopping

Le code importe les bibliotheques TensorFlow, Keras et des composants spécifiques pour

construire des réseaux neuronaux, y compris les modeles séquentiels, les couches denses,

les couches de dropout et la fonction EarlyStopping.

model = Sequentiall)

model . add({Dense(64, activation="relu', input_dim=X_train.shape[1l]})
model . add{Dropout(@.2))

model . add{Dense(32, activation="relu'}}

model . add{Dropout(@.2))

model .add{Dense(1, activation='sigmoid®)})}

# Compile the model

model . compile(optimizer="adam', loss='binary_crossentropy’, metrics=["accuracy'])

Nous construisons un modéle séquentiel en ajoutant des couches denses et de dropout pour
la régularisation. Les couches utilisent ReLU comme fonction d'activation, a I'exception

de la couche de sortie qui utilise une activation sigmoide. Nous compilons le modéle avec
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l'optimiseur Adam, la perte d'entropie croisée binaire et la précision comme métrique.

- - el AT s e
Set up early stopping

arly stopping = EarlyStopping({monitor='wval_loss', patience=2@, restore_best weights=True)

[

& T a +h S J
# Troin the model

history = model.fit(¥X_train, y_train, epochs=48@, batch_size=32, validation_split=8.2, callbacks=[early_stopping])

Evaluate the model on the test set

eval_result = model.evaluate(X_test, y_test)

test_accuracy = eval result[l

Nous utilisons EarlyStopping pour arréter I'entrainement lorsque la perte de validation ne
s'améliore pas pendant 20 époques. La méthode model.fit () entraine le modele sur X_train
et y_train avec une taille de lot de 32 et une validation de 20%. Ensuite, nous évaluons le
modele sur X_test et y_test avec model. evaluate (), en extrayant la précision des résultats.

# Print the results

fre L
print{f'Training Accuracy: {history.history["accuracy"][-113")
print{f'Validation Accuracy: {history.history["val_accuracy™][-17%")

print{f'Test Accuracy: {test_asccuracy}')

Nous imprimons la précision d'entrainement, de validation et de test finales pour analyser

les performances du modele.

Epoch 155/40@

44744 Bs Sms/step - accuracy: ©.9168 - loss: 8.2152 - wal_accuracy: 9.8387 - wal_loss: @.2895
Epoch 156/40@

44,449 Bs dms/step - accuracy: @.9163 - loss: 8.1934 - wal_sccuracy: 9.8758 - wal_loss: 8.2976
Epoch 157/48@

44744 @s 4dms/step - accuracy: ©.9985 - loss: 9.2859 - wal_sccuracy: @.8636 - val_loss: 9.3859
Epoch 158/40@

44,449 Bs dms/step - accuracy: ©@.931€ - loss: @.1516 - wal_sccuracy: 9.8758 - wal_loss: @.2979
14714 1s 3ms/step - accuracy: @.3377 - loss: 8.3373

Training Accuracy: ©.9169234361839254

Validation Accuracy: @.875

Test Accuracy: 2.8431817889213562

e Le modele a été entrainé pendant 158 époques avant l'arrét anticipé (EarlyStopping).

e Pendant I'entrainement, la précision (Accuracy) et la perte (loss) étaient suivies pour les
données d'entrainement et de validation a chaque époque.

e A la 158&me époque, la précision d'entrainement était de 0.9310 et la perte de 0.1816,
tandis que la précision de validation était de 0.8750 et la perte de 0.2979.

e Aprés l'entrainement, le modele a été évalué sur les données de test, donnant une
précision de 0.8432 et une perte de 0.3373.

e La précision finale d'entrainement était de 0.9169, la précision de validation était de

0.875, et la précision sur les données de test était de 0.8432.
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A Matrice de Confusion

Class 0

Class 1

Class 0 Class 1

B Evaluation des Métriques : Précision, Rappel et Score F1

fnn_precision = precision_score(y_test, v_pred)
fnn_recall = recall_score(y_test, v_pred)
fnn_f1 = f1_score(y_test, v_pred)

print{f'precision: {fnn_precision}")
print{f'recall: {fnn_recall}")
print{f"'f1: {fnn_f1}")

precision: @.86462882809686987
recall: 3.53539338583474576
f1l: @.8516129832258864

e LaPrécision : Surtoutes les instances prédites positives, 86.46% étaient effectivement

positives, indiquant un faible taux de faux positifs.

e Le Rappel : Sur toutes les instances réellement positives, le modeéle en a correctement

identifié 83.90%, indiquant un faible taux de faux négatifs.
e Le Score F1 : le score F1 de ce modele est de 85,16%, indiquant une réalisation

globale satisfaisante.
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5.2 Les modéles d’Ensemble Learning

Les modéles d'ensemble Learning combinent plusieurs modéles pour améliorer les
prédictions. Des techniques comme le Boosting et le Stacking permettent d'obtenir des
résultats plus fiables.

5.2.1 Boosting

A- XGBoostClassifier

XGBoostClassifier est une implémentation de I'algorithme XGBoost spécifiquement
congue pour les taches de classification. C'est une version de l'algorithme qui est utilisée
lorsque le probléeme implique de prédire des catégories discrétes ou des classes.
XGBoostClassifier est populaire en raison de sa performance élevée, de sa capacité a gérer
des ensembles de données de grande taille et de sa robustesse face a divers types de
problemes de classification.

from xghoost import XGBClassifier

params =
'max_depth': range (2, 18, 1),
'n_estimators': range(&@, 226, 44),
'learning_rate': [8.1, .81, 8.85

On a importé l'algorithme XGBClassifier de la bibliotheque XGBoost, et défini un
dictionnaire de paramétres d'hyper-parametres "params contenant les plages de valeurs
pour ‘max_depth’, "n_estimators’ et “learning_rate’, destiné a étre utilisé lors d'une
recherche d'hyper-parametres pour optimiser les performances du modele.

xgb = XGBClassifier{objective="binary:logistic"')

# Parameter estimating using GridSearch
= @ar

grid idsearchCV{xgh, param_grid=params, scoring="accuracy', n_jobs =-1, cv=cv, verbose=1)

# Fitting the model

grid.fit(X_train, y_train)
Ensuite, on instancie XGBClassifier avec l'objectif 'binary : logistic' pour notre probleme
de classification binaire. On utilise GridSearchCV avec l'instance XGBClassifier, le
dictionnaire params, la métrique 'Accuracy’, tous les processeurs disponibles, les données
de validation croisée cv, et un mode verbeux. Finalement, on entraine le modéle avec
grid.fit (X_train, y_train) pour trouver les meilleurs hyper-paramétres parmi ceux définis

dans params.
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print{'Best Score:', grid.best_score_)
print{'Best Params:", grid.best_params_)
print('Best Estimator:®', grid.best_estimator_)

Best Score: ©.94320954545454545

Best Params: {'learning_rate': @.1, 'max_depth': &, 'n_estimators": 10@}

Best Estimator: XGEClassifier(base_score=None, boostershone, callbacks=Hone,
colsample_bylewvel=None, colsample_bynode=hone,
colsample_bytree=None, device=None, early_stopping_rounds=None,
enable_cetegorical=False, sval_metric=None, feature_types=Hone,
gamma=None, grow_policy=None, importance_type=None,
interaction_constraints=hone, learning_rate=8.1, max_bin=Hone,
max_cat_threshold=None, max_cat_to_ocnehot=Mone,
max_delta_step=NMone, max_depth=6, max_leaves=Hone,
min_child_weight=None, missing=nan, monotone_constraints=None,
multi_strategy=None, n_sstimators=128a, n_jobs=Nons,
num_parallel_tree=Nons, random_state=Nons, ...)}

Nous avons obtenu un meilleur score de 0.9482en utilisant les paramétres optimaux de
learning_rate a 0.1, max_depth a 6 et n_estimators a 100, avec I'estimateur XGBClassifier,
ce qui demontre la robustesse et I'efficacité de notre modele de classification aprés une
recherche approfondie des hyper-parameétres.

# Using the best parameters from the grid-search and predicting

xgb grid= grid.best_estimator_
yv_pred = xgb_prid.predict(X¥_test)

wgh_grid_score = accuracy_score(y_test, y_pred)
print{'Model Accuracy:', xgb_grid_score)

Model Accuracy: 8.95

Nous avons obtenu une précision de modele de 0.95 en utilisant I'estimateur XGBClassifier
optimisé (xgb_grid = grid. best_estimator ).

A Matrice de Confusion
conf_matrix = confusion_matrix{y_test, v_pred)

# Printing the confusion matrix
"
)

print{"Confusion Matrix:™)
print{conf_matrix)

Confusion Matrix:
[[188 18]
[ & 238]]
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B Evaluation des Métriques : Précision, Rappel et Score F1

xgh_precision = precision_score(y_test, yv_pred)
xgb_recall = recall_score(y_test, y_pred)
xgb_f1 = fl_score(y_test, yv_pred)
print{f'precision: {xgb_precision}')
print{f'recall: {xgb_recall}")

print(f'fl: {xgb f1}')

precision: @.9349593495934959

recall: 2.9745762711564486

fl: @.95343568454730291

e La précision du modéle est de 93.50%, ce qui signifie que sur toutes les instances
prédites comme positives, 93.50% etaient effectivement positives. Cette mesure indique
un faible taux de faux positifs, ce qui est crucial dans de nombreuses applications.

e Le rappel du modéle est de 97.46%, ce qui indique que sur toutes les instances
réellement positives, le modele en a correctement identifié 97.46%.

e Lescore F1 du modéle est de 95.44%. Cette mesure combine a la fois la précision et le

rappel, offrant ainsi une évaluation globale de la performance du modele.

B-LightGBM

LightGBM est un modéle de Boosting d'arbres décisionnels rapide et efficace, concu
pour manipuler de grands ensembles de données et adapté aux applications nécessitant des

performances en temps réel.

import lightgbm as lgb

Ty T g I 4=k - - ¥ I
# Defining all the parometers

[

params =
"max_depth': range(2, 18, 1),
'n_estimators': range(&@, 2206, 44),
'learning_rate': [8.1, 8.81, 8.85

Nous utilisons la bibliotheque LightGBM que nous avons importée est appelée « Igb ».
Ensuite, nous définissons les parameétres du modele dans un dictionnaire appelé “params’,
incluant la plage de profondeur maximale des arbres (max_depth), la plage du nombre

d'estimateurs (n_estimators), et une liste de taux d'apprentissage (learning_rate).
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r P I T -
# Building model

lgbm = lgb.LGBMClassifier(cbjective="binary')

. . = e ] .
# Pgrameter estimating usiln

g Gridsearch

grid = Gridsearch{V{lgbm, param_grid=params, scoring='accuracy', n_jobs=-1, cv=cv, verbose=1)

# o+ A
Fitting the model

grid.fit(¥_train, v_train)

Nous utilisons la classe LGBMClassifier de LightGBM pour construire notre modele, en
spécifiant I'objectif comme 'binary' pour une classification binaire. Ensuite, nous estimons
les parametres du modéle en utilisant GridSearchCV, ou nous spécifions les parametres du
modele dans param_grid, la métrique de scoring comme 'Accuracy’, le nombre de taches a
exécuter en paralléle n_jobs, et utilisons une validation croisée a 10 Folds. Enfin, nous
adaptons le modeéle aux données d'entrainement.

# Best parameters fFound by GridsearchiV
print{'Best Score:', grid.best_score_)
print{'Best Params:', grid.best_params_)
print{'Best Estimator:", grid.best_estimator_)

Score: B.953977I72VITIVAE

Best
Best Params: {'learning_rate’: @.1, 'max_depth': 9, 'm_estimators’: 148}
Best Estimator: LGBMClassifier(max_depth=9, n_estimators=148, objective="binary")

Le meilleur score obtenu est de 0.9539. Les meilleurs parameétres identifies sont :
learning_rate=0.1, max_depth=9, n_estimators=140. Le meilleur estimateur obtenu est un
modéle LGBMClassifier avec une profondeur maximale de 9 et 140 estimateurs, avec un

objectif de classification binaire.

# Predicting the Labels on the test set
lgbm_grid= grid.best_sstimator_
y_pred = lgbm grid.predict{¥_test)

lgbm_grid_score = accuracy_score(y_test, v_pred)
print{'Model Accuracy:', lgbm_grid_score)

Model Accuracy: 8.9522727272727273

Nous utilisons le meilleur estimateur du modele, issu de la recherche par grille, pour
prédire les résultats sur I'ensemble de test. En calculant I'exactitude du modeéle avec la

fonction accuracy_score, nous obtenons un score d'exactitude de 0.9522.
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A Matrice de Confusion

e o + S g | - - "y
# Printing the confusion matrix
'

print({"Confusion Matrix:™)
print{onf_matrix)

Confusion Matrix:
[[189 15]
[ 6 230]]

Les prédictions correctes sont la somme des vrais positifs et des vrais négatifs, soit
230+189=419

Les erreurs de prédiction sont la somme des faux positifs et des faux négatifs, soit
15+6=21

B Evaluation des Métriques : Précision, Rappel et Score F1

lgbm_precision = precision_score(y_test, yv_pred)
lgbm_recall = recall_score(y_test, v_pred)
lpgbm_f1 = fl1_score(yv_test, yv_pred)

print(f'precision: {lgbm_precision}")
print(f'recall: {lgbm_recall}")
print(f'f1: {lgbm_f1}')
precision: @.93B7755182048817
recall: @.9745762711864486
F1: ©9.9563489563499564
e La Preécision : Cela signifie que sur les instances classées comme positives par le
modele, environ 93.88 % étaient réellement positives.
e Le Rappel : Ce score indique que le modéle a identifié environ 97.46 % des instances
positives réelles.
e Le Score F1 : Un score F1 de 95.63 % suggere un bon équilibre entre précision et

rappel.
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5.2.2 Stacking

def svaluate_stacking(¥_train, y_train, X_test, y_test, base_models, meta_model):

stacking clf = StackingClassifier(
estimators=base_models,
final_estimator=meta_model,
cv=1@,

n_jobs=-1

g

# Fit the stacking classifier
stacking_clf.fit(¥_train, y_train)

# Evaluate the stacking classifier on the test set
y_pred = stacking_clf.predict(X_test)

stacking accuracy = accuracy score(y_test, y pred)
stacking_f1 = f1_score(y_test, y_pred)
stacking_precision = precision_score(y_test, y_pred)
stacking_recall = recall_score(y_test, y_pred)

stacking_confusion_matrix = confusion_matrix(y_test, y_pred)

return {
‘accuracy 't stacking_accuracy,
'fl_score’: stacking_f1,
‘precision': stacking_precision,
‘recall’: stacking_recall,
‘confusion_matrix': stacking_confusion_matrix,
‘model name': type(meta_model). name

Nous avons défini une fonction evaluate Stacking qui entraine un classificateur de Stacking

et eévalue ses performances sur un ensemble de test, en retournant un dictionnaire de

métriques.
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# Define the baose models
base_models = |
{'xgb", XGBClassifier()),
('lgbm®, LGBMClassifier()})

# Define the meta-models to test

meta_models =
LogisticRegression(),
RandomForestClassifier(),
SVE(),
XGBClassifier(),
DecisionTreeClassifier(),
GaussianMB( ),
KNeighborsClassifier(),
LGBMClassifier()

Ensuite on a défini deux modéles de base et plusieurs méta-modeles pour évaluer leurs
performances dans un classificateur de Stacking.

# Evaluate the stacking classifier with different meta-models
for meta_model in meta_models:
metrics = evaluate_stacking(X_train, y_train, X_test, y_test, base_models, meta_model)
print{f"stacking Classifier Metrics with [metrics['model_name']}:")
print{f"Accuracy: {metrics['accuracy']:.4F}")
print{f"Fl-score: {metrics['fl_score']:.4f}")
print{f"Precision: {metrics['precision’]:.4f}")
print{f"Recall: {metrics[’'recall’]:.4f}")
print({"Confusion Matrix:")
print{metrics[ ' confusion_matrix"])
# Display the confusion matrix
disp = ConfusionMatrixDisplay(confusion_matrix=metrics|'confusion_matrix’])
disp.plot()
plt.title(f"Confusion Matrix for {metrics['model_names’]}")
plt.show()
print()

# Update best model metrics if current model is better
if best metrics is None or metrics['accuracy'] » best metrics['accuracy']:
best_metrics = metrics
On a évalué chaque méta-modele en utilisant la fonction définie, affiché les métriques et
la matrice de confusion, puis mis a jour les meilleures métriques si le modéle actuel était

meilleur.
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- g . Y o o
¥ Print the best maodel "5 metrics

print("###% BEST MODEL ####")

print (f"Best Model: {best metrics['model name']}")
print(f"Accuracy: {best metrics['accuracy']:.4f}")
print(f"Fl-score: {best_metrics['fl _score']:.4f}")
print(f"Precision: {best_metrics['precision’]:.4f}")
print (f"Recall: {best metrics['recall’]:.4f}")
print(“Confusion Matrix:")
print(best_metrics['confusion_matrix'])

# Display the confusion matrix of the best model

disp = ConfusionMatrixDisplay{confusion_matrix=best _metrics['confusion_matrix'])
disp.plot()

plt.title(f"Confusion Matrix for Best Model: {best_metrics['model_names']}™)
plt.show()

Nous avons affiche les métriques et la matrice de confusion du meilleur modele aprés avoir
évalué tous les méta-modeles.

g### BEST MODEL ####

Best Model: SVC

Accuracy: @.%614

Fl-zcore: @.9548

Precision: ©.9433

Recall: @.9873

Confusion Matrix:

[[19¢ 14]

[ 3 232]]

Le meilleur modéle trouvé parmi tous les méta-modeéles testés est le Support Vector

Classifier avec Accuracy de 96.14%.

6. Discussions et résultats

Comme illustré dans la section précédente, dans notre démarche de proposition de modele
performant répondant adéquatement au probleme d'irrigation automatique, nous avons
commencé a tester et a observer le comportement des modeles Machine Learning de base apreés
leur apprentissage avec les données du Dataset utilisé. Nous avons constaté un avantage
significatif des modéles Random Forest et Decision Tree par rapport aux modeéles logistic
Regression, Naive baise, SVM, Atrtificial neural network et KNN sur toutes les mesures.
L'avantage moyen peut s'‘élever a 25.75% entre les modeles de la méme classe. Le meilleur

modeéle de cette gamme, qui est Random Forest, a donné un avantage moyen de 1.01% par
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rapport a son concurrent qui est DT, avec les performances suivantes Random Forest Classifier
Accuracy : 91.14%, Precision : 91.21%, Recall : 92.37% et F1-Score : 91.78%.

Un résumé des résultats de ces modeles est présenté dans la premiere partie du Tableau IV.1.
Dans un deuxiéme temps, nous avons procedé aux tests sur les modeéles de la classe
d'Ensemble Learning, plus précisément XGBoost et LightGBM. Le premier modéle XGBoost
a donné un avantage moyen de 4.23% par rapport au meilleur modéle de la classe précédente
Random Forest. Nous avons pu améliorer cet avantage a 4.49% sur toutes les mesures en
utilisant LightGBM. Les performances de ce modeéle s'élévent a 95,22 % pour I'Accuracy,
Precision de 93.87%, Recall 97.45% et F1-Score de 95.63%.

Pour aller plus loin dans notre démarche d'optimisation des performances, nous avons
implémenté un modeéle de Stacking, utilisant LightGBM et XGBoost comme base learners, et
Support Vector Machine comme Meta Learner. Cette approche vise a combiner les forces des
deux meilleurs modéles de la classe d'Ensemble Learning avec la capacité du SVM a trouver
des marges optimales pour séparer les classes. Les performances du modele de Stacking sont
les suivantes : Accuracy : 96.14%, Precision : 94.33%, Recall : 98.73% et F1-Score : 96.48%.
Ces résultats montrent une amélioration notable par rapport aux performances du modeéle
Random Forest, soulignant l'efficacité de la stratégie de Stacking dans notre contexte. Le
modeéle de Stacking offre une amélioration de 5.49% en termes d'Accuracy, 5.12% en termes
de F1-Score, 3.42% en termes de Precision, et 6.89% en termes de Recall par rapport a au

meilleur modéle de la classe précédente Random Forest.

Tableau V.1 Les algorithmes utilisé

Modeéle Accuracy | Precision Recall F1-Score
Logistic Regression 0.7250 0.7385 0.7542 0.7463
K-Nearest Neighbors 0.7386 0.7249 0.8262 0.7722
Gaussian Naive Bayes 0.7727 0.7982 0.7711 0.7844
Support Vector 0.8159 | 0.8297 0.8262 0.8280
Machines

Artificial Neural 0.8431 | 0.8711 0.8305 0.8503
Networks

Decision Tree Classifier 0.9022 0.8906 0.9322 0.9109
RANDOM FOREST 09113 | 09121 0.9237 0.9178
Classifier

XGBoost 0.9500 0.9349 0.9745 0.9543
Light_GBM 0.9522 0.9387 0.9745 0.9563
Staking 0. 9614 0.9433 0.9873 0.9648
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Apreés avoir choisi notre meilleur modele, nous I'avons déployé dans une interface web locale
L'utilisateur entre les données pertinentes dans l'interface présentée dans Figure 1V.6 et cliquer
sur la Button ‘Get Prediction Result” L’interface affiche la prédiction du modele, indiquant si

le robinet doit étre ouvert ou non.

Air Temperature

19.52

Wind Speed Phosphorus (P)

Air Humidity T Potassium (K)

Figure 1V.6 Interface web locale

Conclusion

Dans ce chapitre, nous avons exploré le développement et la mise en ceuvre d'un systéme
d'irrigation intelligent visant a optimiser l'utilisation de I'eau dans le secteur agricole. Nous
avons commencé par une description détaillée du systeme d'irrigation étudié, en soulignant

I'importance de chaque composant, des capteurs a l'interface utilisateur.

Le processus de mise en place de la solution d'irrigation a été decrit en plusieurs étapes clés,
allant du déploiement des capteurs a lI'entrainement des modeles d'apprentissage automatique,
en passant par I'évaluation et l'intégration du systeme. Nous avons également présenté
I'environnement de travail utilisé pour notre étude, en détaillant les équipements matériels et

les bibliothéques logicielles employées.

L'une des parties centrales de notre étude a été la mise en ceuvre et I'évaluation de différents

modeéles de Machine Learning. Nous avons testé une variété de modeles, des techniques
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d'apprentissage de base comme Logistic Regression et KNN, jusqu'aux méthodes d'Ensemble
Learning telles que le Boosting et le Stacking.

En résumé, ce travail démontre le potentiel des technologies intelligentes pour améliorer
I'efficacité de Il'irrigation agricole. L'intégration de capteurs avancés, de modeéles de Machine
Learning et d'interfaces utilisateur intuitives permet de créer un systéeme d'irrigation adaptatif
et précis. L'intégration des techniques d'Ensemble Learning, et particulierement du modele de
Stacking, nous a permis d'atteindre des performances optimales pour notre probléme d'irrigation
automatique. Ces résultats confirment I'intérét de combiner différents modeles pour tirer parti

de leurs complémentarités et améliorer la robustesse des prédictions.
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Conclusion générale

En conclusion, ce mémoire met en lumiére le potentiel des technologies intelligentes pour
transformer 1’agriculture moderne. L'irrigation de précision, rendue possible par l'intégration
de capteurs avancés, de modeles de Machine Learning, et d'interfaces utilisateur intuitives,
représente une avancée significative vers une gestion agricole plus efficiente et durable.

Grace a la demarche suivie au cours de ce travail, nous avons pu mettre en place un modele
performant en utilisant la méthode de Stacking d'Ensemble Learning pour résoudre le probléme
d'irrigation automatique. Cette approche nous a permis d'améliorer significativement les
performances par rapport aux modeles de base et aux autres modeles d'Ensemble Learning
testés. En combinant les forces des modeéles LightGBM et XGBoost avec le Support Vector
Machine, nous avons obtenu des résultats supérieurs en termes de précision par rapport aux
résultats obtenus jusqu’a maintenant sur le méme jeu de données. Ces résultats prometteurs
confirment la robustesse des techniques employées et attestent de leur efficacité.

Ce travail constitue un point de départ prometteur pour d'autres recherches dans ce domaine,
démontrant le potentiel de I'Ensemble Learning pour résoudre des problemes complexes et
ouvrant la voie a de futures optimisations et applications. L'application du Machine Learning
dans l'agriculture de précision offre des perspectives prometteuses en essayant d’optimiser
I'irrigation, la fertilisation et la gestion des cultures grace a I'analyse de grandes quantités de
données. Notre projet peut étre étendu, en proposant des modeles qui peuvent prévoir les
besoins en eau, détecter précocement les maladies et recommander les moments optimaux pour
la récolte, améliorant ainsi l'efficacité, la productivité et réduisant les codts et l'impact

environnemental.
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